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Abkürzungsverzeichnis 

 

ASEI  Konvulsions-Energie-Index (engl. Average Seizure Energy In-

dex) 

AUC     Fläche unter der Kurve (engl. Area Under the Curve) 

CGI     Klinischer Gesamteindruck (engl. Clinical Global Impression) 

CI     Konfidenzintervall (engl. Confidence Interval) 

COH  Maximale interhemisphärische Kohärenz (engl. Maximum 

Sustained Coherence) 

DT     Entscheidungsbaum (engl. Decision Tree) 

EEG     Elektroenzephalogramm 

EIA    Frühe iktale Amplitude (engl. Early-Ictal Amplitude) 

EKT     Elektrokonvulsionstherapie 

FN     Falsch negativ (engl. False Negative) 

FP     Falsch positiv (engl. False Positive) 

FPR    Falsch-Positiv-Rate (engl. False Positive Rate) 

GBC  Gradient-Boosting-Klassifikator (engl. Gradient Boosting Clas-

sifier) 

ICC  Intraklassen-Korrelationskoeffizient (engl. Intraclass Correla-

tion Coefficient) 

ICD  Internationale statistische Klassifikation der Krankheiten und 

verwandter Gesundheitsprobleme (engl. International Statisti-

cal Classification of Diseases and Related Health Problems) 

KNN  k-Nächste-Nachbarn Klassifikator (engl. K-Nearest Neigh-

bours Classifier) 
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MCC     Matthews Korrelationskoeffizient (engl. Matthews Correlation  

Coefficient) 

MIA    Mittlere iktale Amplitude (engl. Mid-ictal Amplitude) 

ML     Maschinelles Lernen (engl. Machine Learning) 

MSP Maximal anhaltende Leistung (engl. Maximum Sustained 

Power) 

MSE Standardfehler des Mittelwerts 

MWU     Mann-Whitney-U-Test 

PPV    Positiver prädiktiver Wert (engl. Positive Predictive Value) 

PSD    Leistungsspektraldichte (engl. Power Spectral Density) 

PSI  Postiktaler Suppressionindex (engl. Postictal Suppression In-

dex) 

RF     Random Forest 

ROC  Grenzwertoptimierung (engl. Receiver Operating Characteris-

tic) 

SD Standardabweichung 

SE Krampfdauer 

SVC     Stützvektor-Klassifikator (engl. Support Vector Classifier) 

TN    Richtig negativ (engl. True Negative) 

TP    Richtig positiv (engl. True Positive) 

TPR    Richtig-Positiv-Rate (engl. True Positive Rate) 

TTPP     Zeit bis zur maximalen Leistung (engl. Time To Peak Power) 

UKB     Universitätsklinikum Bonn 

UKE     Universitätsklinikum Hamburg-Eppendorf 
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1. Deutsche Zusammenfassung 

 

Hinweis zur Sprache 

Diese Arbeit verwendet primär geschlechtsneutrale Formulierungen. In Einzelfällen, in de-

nen dies nicht möglich oder stark schwerfällig wäre, kommt aus Gründen der Lesbarkeit 

das generische Maskulinum zur Anwendung. Alle Personenbezeichnungen gelten sofern 

nicht anders vermerkt, für Menschen aller Geschlechter.  

 

1.1 Einleitung  

1.1.1 Hintergrund und klinische Bedeutung der Elektrokonvulsionstherapie 

Die Elektrokonvulsionstherapie (EKT) ist eines der am längsten etablierten biologischen 

Behandlungsverfahren der Psychiatrie und gehört weiterhin zu den wirksamsten Akutthe-

rapien bei schweren affektiven Störungen (Weiner und Reti, 2017). Ihre Ursprünge rei-

chen bis in die 1930er Jahre zurück, als Ladislaus von Meduna erstmals durch pharma-

kologisch induzierte Krampfanfälle therapeutische Effekte bei psychiatrischen Erkrankun-

gen beobachtete (Fink, 1984). Kurz darauf etablierten Cerletti und Bini die elektrische 

Auslösung generalisierter Krampfanfälle beim Menschen und legten damit die Grundlage 

der modernen EKT (Accornero, 1988). In ihrer heutigen Form wird die EKT unter Vollnar-

kose und Muskelrelaxation durchgeführt und gilt als sichere und hoch effektive Behand-

lungsoption bei therapieresistenter Depression, bipolarer Störung und Schizophrenie (E-

spinoza und Kellner, 2022; Kellner et al., 2009). 

Obgleich der klinische Nutzen der EKT seit Jahrzehnten belegt ist (Pagnin et al., 2004), 

bleiben zentrale Aspekte ihrer neurobiologischen Wirkweise bis heute unvollständig ver-

standen (Espinoza und Kellner, 2022; Farzan et al., 2014). So zeigen Studien komplexe 

Veränderungen in Neurotransmittersystemen, neurotrophen Faktoren und neuronalen 

Netzwerken (Perera et al., 2007; Sanacora et al., 2003), die mit den antidepressiven Ef-

fekten korrespondieren könnten.  Kern der Behandlung ist die Induktion eines generali-

sierten tonisch-klonischen Krampfanfalls, dessen Qualität in engem Zusammenhang mit 

dem Therapieerfolg steht (Fink, 2001; Hoppe und Scriba, 2003; Janouschek et al., 2020). 
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1.1.2 Herausforderungen bei der EEG-basierten Anfallsbewertung 

Das Elektroenzephalogramm (EEG) ist ein zentrales Instrument zur Überwachung und 

Beurteilung der EKT (Christensen und Koldbæk, 1982; Weiner et al., 1991). Früh wurde 

deutlich, dass EEG-Analysen neben der Darstellung von Krampfaktivität auch wichtige 

Informationen zur Therapiequalität bereitstellen (Fink, 1957; Mayur, 2006). Zahlreiche 

Studien untersuchten die Relevanz des EEGs für die Bewertung der Therapieantwort, 

insbesondere im Zusammenhang mit Veränderungen der EEG-Signalverläufe vor, wäh-

rend und nach der Behandlung (Francis-Taylor et al., 2020; Olbrich und Arns, 2013; Sa-

ckeim, 1996; Scangos et al., 2019; Simon et al., 2021). Die Krampfdauer gilt seit langem 

als potenzieller Erfolgsindikator (Gillving et al., 2024; Sackeim et al., 1991), und sollte 

mindestens 25–30 Sekunden betragen (Beyer et al., 1998; Grözinger et al., 2013). Eine 

zu kurze Krampfdauer kann mit einem unzureichenden Therapieerfolg assoziiert sein, 

während längere Anfälle nicht zwangsläufig zu besseren klinischen Ergebnissen führen 

(Swartz et al., 1994; Warmflash et al., 1987). 

Die manuelle Bestimmung der Anfallsdauer ist jedoch fehleranfällig und weist eine hohe 

Inter- und Intra-Rater-Variabilität auf (Guze et al., 1989; Kramer et al., 1989; Krystal et al., 

1993; Ries, 1985; Warmflash et al., 1987). Um diese Limitationen zu überwinden, wurden 

gerätebasierte Methoden zur automatisierten Anfallserkennung entwickelt (Krystal und 

Weiner, 1995; Swartz et al., 1994). Allerdings gibt es nicht ausreichend Studien, die die 

Validität dieser automatisierten Verfahren ausreichend belegen (Scott, 2007). Zudem 

kann die Zuverlässigkeit der Anfallserkennung durch Signalartefakte, eine schwache pos-

tiktale Suppression oder ein schrittweises Abklingen der Anfallsaktivität erheblich beein-

trächtigt werden (Krystal und Weiner, 1995). In einer Untersuchung konnte eine compu-

tergestützte Methode bei fast einem Drittel der EKT-Behandlungen das Anfallsende nicht 

zuverlässig bestimmen (Rosenquist et al., 1998). Abseits der geräteinternen Algorithmen 

liegen bislang nur vereinzelt Studien zu alternativen Ansätzen zur automatisierten An-

fallserkennung vor. Die wenigen vorhandenen wissenschaftlichen Arbeiten befassen sich 

unter anderem mit der Berechnung der fraktalen Dimension (Gangadhar et al., 1995), der 

Sample Entropy (Azuma et al., 2020), sowie der Anwendung von Wavelet Transformatio-

nen zur Bestimmung von Anfallsdauer und Anfallsendpunkt (Yoo et al., 2012). Diese Ver-
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fahren eröffnen zusätzliche Möglichkeiten für eine objektive Bewertung der Krampfquali-

tät. Ihre klinische Anwendbarkeit ist derzeit jedoch begrenzt und erfordert weiterführende 

Validierungsstudien. In der klinischen Praxis existieren bislang keine etablierten compu-

tergestützten Alternativen zur Detektion von durch EKT induzierten Krampfanfällen. 

 

1.1.3 Quantitative EEG-Parameter zur Krampfqualitätsbewertung 

Die Krampfdauer allein erlaubt keine differenzierte und umfassende Bewertung der 

Krampfqualität. Daher müssen weitere potenzielle Marker berücksichtigt werden (Krystal 

et al., 1993; Nobler et al., 1993). Damit ist die ausgeprägte Reduktion der kortikalen Akti-

vität im Anschluss an den Krampf gemeint. Mehrere Studien zeigen, dass eine stärkere 

postiktale Unterdrückung mit einem besseren therapeutischen Ansprechen assoziiert ist 

(Azuma et al., 2007; Suppes et al., 1996; Weiner et al., 1991). Auch Amplituden- und 

Frequenzverläufe werden untersucht, um Rückschlüsse auf die Krampfqualität (Francis-

Taylor et al., 2020; Krystal et al., 1995) oder das Ansprechen auf die Therapie zu ziehen 

(Simon et al., 2021). Untersuchungen zeigen zudem, dass die Intensität der interhemi-

sphärischen Synchronizität eine Rolle für den Therapieerfolg spielen könnte (Roemer et 

al., 1990; Ten Doesschate et al., 2019).  

Technische Parameter können die EEG-Signale und damit die Interpretation der Krampf-

qualität verändern. Dazu gehören Stimulationsprotokolle (Niemantsverdriet et al., 2011; 

Nobler et al., 1993; Squire und Zouzounis, 1986; Swartz, 2000), die Elektrodenplatzierung 

(Krystal et al., 1993; Nobler et al., 1993) und die gewählten Anästhesieverfahren (Yalcin 

et al., 2012). Diese Faktoren beeinflussen sowohl die Krampfschwelle als auch die Wirk-

samkeit der Behandlung (Delva et al., 2000; Sackeim et al., 1991). Studien zeigen, dass 

die Krampfschwelle interindividuell variiert und durch unterschiedliche Einflussfaktoren 

moduliert wird. Dazu zählen unter anderem Alter, begleitende Medikation und das einge-

setzte Anästhetikum (Aytuluk et al., 2019; van Waarde et al., 2013).  

Um das Potenzial quantitativer EEG-Parameter ausschöpfen zu können, ist eine standar-

disierte und konsistente Erfassung erforderlich. In der klinischen Praxis wurde die Durch-

führung und Dokumentation der EKT über viele Jahre hinweg uneinheitlich gehandhabt. 

Dies erschwerte die Vergleichbarkeit wissenschaftlicher Studien erheblich (Haesebaert et 
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al., 2020; Prudic et al., 2001). Erst mit der Einführung digitaler Dokumentationssysteme 

wie GENET GPD konnte eine standardisierte und systematische Erfassung relevanter 

EEG-Parameter etabliert werden (Freundlieb et al., 2023; Kiebs und Freundlieb, 2021). 

Diese Entwicklung ermöglicht es, große EKT Datensätze für weiterführende Analysen 

nutzbar zu machen und damit die Bewertung der Therapieeffekte objektiver zu gestalten 

(Lundin et al., 2024; Zandi et al., 2022).  

 

1.1.4 Potenziale digitaler Analysemethoden und Künstlicher Intelligenz 

Mit dem Fortschritt der Digitalisierung gewinnen datengetriebene Methoden zunehmend 

an Bedeutung in der psychiatrischen Forschung. Insbesondere Methoden des maschinel-

len Lernens (engl. machine learning; ML) als Teilbereich der künstlichen Intelligenz wer-

den verstärkt eingesetzt. Sie ermöglichen es, komplexe Zusammenhänge in hochdimen-

sionalen klinischen und neurobiologischen Daten abzubilden und spielen eine wichtige 

Rolle in der personalisierten Medizin. In verschiedenen Anwendungsbereichen konnten 

prädiktive Modelle entwickelt werden, die individuelle Therapieantworten und Verläufe mit 

hoher Genauigkeit vorhersagen (Bzdok und Meyer-Lindenberg, 2018; Itani und Rossig-

nol, 2020; Lundin und Menkes, 2021; Triantafyllidis und Tsanas, 2019).  

Auch im Kontext der EKT wurden ML-Modelle zur Prädiktion des Therapieansprechens 

entwickelt (Lundin et al., 2024). Diese Modelle basieren häufig auf klinischen Routineda-

ten und erlauben die Abschätzung von Behandlungsergebnissen sowie die Entwicklung 

personalisierter Therapieansätze (Abbott et al., 2016; de Vreede et al., 2005). Jenseits 

klinischer Routinedaten konnte gezeigt werden, dass strukturelle und funktionelle MRT-

Daten eine zusätzliche Grundlage für die prädiktive Modellierung des Therapieanspre-

chens bieten (Gärtner et al., 2021; Redlich et al., 2016; Sun et al., 2020). Neben der Vor-

hersage klinischer Outcomes liegen erste Arbeiten zur automatisierten Bewertung der 

Krampfqualität vor. Ein Beispiel ist ein Ansatz, der Entscheidungsbäume und Fuzzy Infe-

renz Systeme kombiniert, um Merkmale der Krampfqualität algorithmisch zu klassifizieren 

(Al-Kaysi et al., 2018). 
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1.1.5 Forschungsfragen 

Trotz vielversprechender Fortschritte in der automatisierten EEG-Analyse bleiben die prä-

zise Erfassung und Bewertung der Krampfqualität eine zentrale Herausforderung. Insbe-

sondere fehlt es an einem standardisierten, klinisch validierten Verfahren zur objektiven 

Bestimmung des Anfallsendpunkts. Vor diesem Hintergrund ergeben sich folgende zent-

rale Forschungsfragen: 

1) In welchem Ausmaß lässt sich der Anfallsendpunkt mithilfe eines auf maschinellem 

Lernen basierenden Verfahrens zuverlässig bestimmen, und treten signifikante Ab-

weichungen gegenüber der visuellen Beurteilung erfahrener klinischer Experten 

sowie den Ausgaben etablierter gerätebasierter Systeme auf? 

2) Inwieweit lassen sich etablierte Qualitätsparameter wie Krampfdauer, postiktaler 

Suppressionsindex sowie amplituden- und energiebasierte Indizes durch digitale 

Biosignalanalyse zuverlässig bestimmen, und bestehen signifikante Unterschiede 

zu den Ergebnissen manueller Bewertungen oder geräteinterner Berechnungen? 

3) Welche methodischen Erweiterungen ermöglicht das entwickelte Framework für 

die Identifikation und Validierung zusätzlicher Qualitätsparameter sowie für die 

Weiterentwicklung prädiktiver klinischer Entscheidungshilfen im Kontext der EKT? 

 

1.1.6 Zielsetzung 

Ziel dieser Arbeit ist es, ein digitales Framework zu konzipieren und zu implementieren, 

welches EKT induzierte Krampfanfälle auf der Grundlage von EEG-Aufzeichnungen au-

tomatisch erkennt und einen einheitlich definierten Anfallsendpunkt bestimmt. Darauf auf-

bauend sollen etablierte Qualitätsparameter wie Krampfdauer, postiktaler Suppressions-

index sowie energie- und amplitudenbasierte Indizes und kohärenzbasierte Maße objektiv 

und reproduzierbar berechnet werden. Die mit diesem Analyse-Framework gewonnenen 

Kennwerte werden mit den Referenzangaben des Stimulationsgeräts und der klinischen 

Beurteilung erfahrener EKT-Experten verglichen, um die Zuverlässigkeit des Verfahrens 

und die Übereinstimmung mit der bisherigen Praxis zu bewerten. Darüber hinaus soll das 

Framework als Grundlage für zukünftige methodische Erweiterungen und prädiktive Ent-

scheidungsmodelle dienen. 
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1.2 Material und Methoden 

Die zugrundeliegende Originalpublikation (Kayser et al., 2025) basiert auf einer retrospek-

tiven Analyse von EEG-Daten sowie behandlungsbezogenen Parametern, die im Rahmen 

von 1.634 EKT-Behandlungen bei 116 stationären Patienten erhoben wurden. Die Daten-

erfassung erfolgte an zwei Behandlungszentren: dem Universitätsklinikum Hamburg-Ep-

pendorf (UKE) und dem Universitätsklinikum Bonn (UKB). 

Die methodische Umsetzung stützt sich auf einem mehrstufigen Framework, der von der 

standardisierten EKT-Datenerhebung über die Segmentierung der EEG-Aufzeichnungen 

und die automatisierte Anfallserkennung mit Verfahren des maschinellen Lernens bis zur 

Berechnung etablierter Qualitätsparameter reicht. Abbildung 1 zeigt die Abfolge der Ver-

arbeitungsschritte und Analyse von der Datenerhebung bis zur Bewertung der Krampf-

qualität in zusammenfassender Form. 

 

 

Abb. 1: Schematischer Gesamtworkflow des digitalen Analyse-Frameworks von der 
Datenerhebung bis zur automatisierten Krampferkennung und Auswertung der 
EKT-Qualitätsparameter (nach Kayser et al., 2025). 

 

Im dargestellten Ablauf werden zunächst die, während der EKT standardisiert erhobenen 

Daten vorverarbeitet, in Trainings- und Testdaten aufgeteilt und durch Merkmalsextraktion 

in eine strukturierte Form überführt. Daran schließt sich die ML-Pipeline innerhalb des 

Analyse-Frameworks mit Modelltraining, Hyperparameteroptimierung und Validierung der 

Klassifikationsmodelle an. Auf dieser Grundlage erfolgt die automatisierte Krampferken-

nung mit der Berechnung von Krampfdauer und weiteren Krampfqualitätsparametern so-

wie deren statistischer Auswertung. Die resultierenden Modelle und Kennwerte bilden 
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eine Grundlage für weiterführende Forschungsarbeiten und eröffnen Perspektiven für ei-

nen zukünftigen klinischen Einsatz des digitalen Frameworks, mit dem Ziel, die EKT weiter 

zu optimieren und stärker zu individualisieren. 

Das Framework wurde modular realisiert. In den folgenden Abschnitten werden die zent-

ralen methodischen Schritte erläutert. 

 

1.2.1 Ethik und regulatorische Rahmenbedingungen 

Für diese retrospektive Studie mit anonymisierten Patientendaten sah die zuständige 

Ethikkommission von der Einholung individueller Einwilligungen und eines gesonderten 

Ethikvotums ab. Datenerhebung und -auswertung standen im Einklang mit den geltenden 

gesetzlichen und institutionellen Bestimmungen. Die Behandlung erfolgte nach hausinter-

nen Standard Operating Procedures zur EKT, die in den beteiligten Kliniken etabliert sind, 

und unter Berücksichtigung der einschlägigen S3 Leitlinien (Gaebel et al., 2019; Schnei-

der et al., 2017). 

 

1.2.2 Elektrokonvulsionstherapie 

1.2.2.1 Patientenkollektiv und Indikation 

Die Studienkohorte umfasste Patienten mit therapieresistenter Depression nach ICD 10 

mit den Diagnosen F32.2 bis F32.3 und F33.1 bis F33.4 sowie Patienten mit bipolaren 

Störungen und schweren depressiven Episoden nach ICD 10 mit den Diagnosen F31.4 

und F31.8. Alle eingeschlossenen Patienten erhielten zwischen 2019 und 2022 an den 

Studienzentren UKB und UKE eine Elektrokonvulsionstherapie Serie. Die Indikationsstel-

lung erfolgte durch einen in der EKT erfahrenen Facharzt für Psychiatrie auf Grundlage 

einer individualisierten klinischen Einschätzung unter Berücksichtigung evidenzbasierter 

Empfehlungen und etablierter Versorgungsleitlinien (BÄK et al., 2022). Die Aufklärung zur 

EKT sowie zur Narkose wurde durch die behandelnden Psychiater bzw. den Anästhesis-

ten durchgeführt und schriftlich dokumentiert. Bei fehlender Einwilligungsfähigkeit wurde 

die Entscheidung im Rahmen der gesetzlichen Betreuung getroffen. In die Analyse wur-
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den ausschließlich Index EKT Serien einbezogen. Erhaltungsbehandlungen wurden aus-

geschlossen. Jede EKT-Serie bestand aus 5 bis 29 Sitzungen. Das Behandlungsintervall 

betrug am UKB zwei und am UKE drei Sitzungen pro Woche. Überschritt der Abstand 

zwischen zwei Sitzungen zehn Tage und lag keine anderslautende Dokumentation vor, 

wurde die Serie als beendet gewertet. Die betreffende Sitzung und alle nachfolgenden 

Behandlungen wurden in diesem Fall aus dem Datensatz entfernt. Wurden innerhalb ei-

ner Sitzung mehrere Stimulationsdurchgänge durchgeführt, ging ausschließlich die letzte 

Stimulation in die Auswertung ein. 

 

1.2.2.2 Technische Durchführung und Stimulationsparameter 

Als Stimulationsgerät kam in beiden Studienzentren das Thymatron® System IV (Somatics 

LLC, Lake Bluff, Illinois, USA) zum Einsatz. Die Elektroden wurden je nach Indikation 

bitemporal, bifrontal, unilateral rechts oder links oder in einer links-anterior-rechts-tempo-

ralen Konfiguration platziert (Sackeim et al., 2000; Swartz, 2009). Die Stimulation erfolgte 

mit einem Rechtecksignal (Squire und Zouzounis, 1986) und einer kurzen Impulsdauer 

von mindestens 0,25 ms (Niemantsverdriet et al., 2011). Die Stimulationsfrequenz lag 

zwischen 10 und 70 Hz. Die Stimulationsstärke variierte zwischen 5 % und 100 % der 

Maximalladung von 504 mC und erreichte in Einzelfällen bis zu 200 %. Wurde kein oder 

nur ein unzureichender Krampfanfall ausgelöst, konnte eine erneute Stimulation mit einer 

um etwa 10 bis 20 % erhöhten Energie erfolgen. Aufgrund der Refraktärität des Nerven-

gewebes wurden Wiederholungen frühestens nach einem zeitlichen Abstand von mindes-

tens einer Minute durchgeführt (Kranaster et al., 2012).   

Die Krampfschwelle wurde zu Beginn der Serie individuell bestimmt (Aten et al., 2015). 

Am UKB erfolgte die Bestimmung mittels Dosistitration, am UKE anhand der Altersme-

thode. Bei der Titrationsmethode begann die Stimulationsdosis bei 5 % und wurde, sofern 

erforderlich, schrittweise auf 10 % und 20 % gesteigert, bis ein suffizienter Krampfanfall 

ausgelöst wurde (Beale et al., 1994). Trat bei 10 % kein Krampf auf, jedoch bei 20 % eine 

ausreichende Reaktion, wurde die Krampfschwelle rechnerisch auf 15 % festgelegt. In-

nerhalb einer Therapiesitzung waren maximal drei Stimulationsversuche zulässig. In den 
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nachfolgenden Sitzungen wurden die Stimulationen bei unilateraler Platzierung mit min-

destens dem Vierfachen und bei bitemporaler Stimulation mit dem Eineinhalb- bis Zwei-

fachen der ermittelten Krampfschwelle durchgeführt. Bei der Altersmethode entsprach die 

initiale Stimulationsdosis in Prozent dem Lebensalter des Patienten. Bei bitemporaler 

Elektrodenplatzierung wurde dieser Wert halbiert (Swartz und Michael, 2013). 

  

1.2.2.3 Anästhesie und Monitoring 

Die Behandlung erfolgte nach ausreichender Präoxygenierung unter Allgemeinanästhesie 

(Kellner et al., 2009; Pape und Kittel-Schneider, 2023). Hierfür wurde entweder Propofol 

(1 - 2 mg/kg Körpergewicht i. v.) oder eine 1 zu 1 Kombination aus Ketamin und Propofol 

in gleicher Dosierung eingesetzt verabreicht (Bailine et al., 2003; Yalcin et al., 2012). Zur 

Muskelrelaxation kam Succinylcholin (1 mg/kg Körpergewicht i. v.) oder Rocuroniumbro-

mid (0,5 - 1 mg/kg Körpergewicht i. v.) zur Anwendung (Grundmann und Oest, 2007). 

Optional wurde Glycopyrroniumbromid (0,2 mg i. v.) verabreicht, um eine übermäßige 

Speichelproduktion zu vermindern und das Aspirationsrisiko zu reduzieren. Nach der In-

duktion erfolgte eine Maskenbeatmung mit 100 % Sauerstoff, um eine ausreichende 

Oxygenierung bis zum Wirkeintritt des Muskelrelaxans sicherzustellen. Nach vollständiger 

Relaxierung wurden ein Zahnschutz eingelegt, die Impedanz am Stimulationsgerät über-

prüft und die Stimulation gemäß den festgelegten Parametern ausgelöst. Unmittelbar 

nach Krampfende wurde erneut maskenbeatmet, um die Sauerstoffversorgung während 

der postiktalen Phase bis zur Ausleitung der Narkose aufrechtzuerhalten. Sofern ein nicht 

depolarisierendes Muskelrelaxans verwendet wurde und eine neuromuskuläre Restblo-

ckade bestand, erfolgte unter relaxometrischer Kontrolle eine Antagonisierung mit 

Sugammadex (2 - 4 mg/kg Körpergewicht i. v.). Verlängerte Krampfanfälle und Status 

epileptici wurden medikamentös behandelt (Aloysi et al., 2014). Nach Abschluss der Be-

handlung erfolgten die Narkoseausleitung und eine postanästhesiologische Nachbetreu-

ung. Während der gesamten Behandlung erfolgte eine kontinuierliche Überwachung des 

Herz-Kreislauf-Systems mittels Elektrokardiogramm, nicht-invasiver Blutdruckmessung 

und peripherer Sauerstoffsättigung sowie eine Überwachung der Hirnaktivität über ein 

zweikanaliges EEG. 
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1.2.2.4 Klinische Verlaufsdokumentation 

Vor jeder EKT-Sitzung wurde der Clinical Global Impression Severity Score zur unmittel-

baren klinischen Beurteilung des Schweregrads der Erkrankung und zur longitudinalen 

Dokumentation des Behandlungsverlaufs erhoben (CGI-S; Busner und Targum, 2007). 

Der CGI-S basiert auf einer siebenstufigen Likert Skala, auf der 1 keine klinisch relevante 

Symptomatik und 7 eine maximal ausgeprägte Erkrankung abbildet. Dies ermöglicht eine 

standardisierte Verlaufsbewertung über den gesamten Therapiezeitraum. Für die vorlie-

gende Auswertung wurden Patienten als Responder definiert, wenn sie eine Verbesse-

rung um mindestens zwei CGI-S-Punkte gegenüber dem Ausgangswert zeigten oder bei 

der letzten Sitzung einen Wert von 3, entsprechend einer leichten Symptomatik, oder we-

niger erreichten (Morrens et al., 2022). 

 

1.2.3 Datenerfassung und EEG-Aufzeichnung 

Die Erfassung sämtlicher behandlungs- und patientenbezogener Daten erfolgte mithilfe 

von GENET-GPD, einer speziell für die Elektrokonvulsionstherapie entwickelten Daten-

bank und Dokumentationsplattform zur standardisierten Erhebung relevanter Parameter 

(Freundlieb et al., 2023; Kiebs und Freundlieb, 2021). Neben Stimulationsparametern wie 

Elektrodenposition, Stimulationsenergie, Stromstärke und Pulsbreite wurden Vitalzei-

chen, soziodemografische Variablen sowie klinische Scores, darunter der CGI-S (siehe 

Abschnitt 1.2.2.4), erfasst. Die vom Stimulationsgerät mit einer Abtastrate von 200 Hz 

aufgezeichneten EEG-Signale wurden über eine serielle Schnittstelle in GENET-GPD 

übertragen und umfassten eine zweikanalige fronto-mastoidale Ableitung. Zur Reduktion 

von Artefakten und zur Sicherung der Signalqualität wurden ein 50 Hz Notch Filter zur 

Unterdrückung von Netzbrummen und ein 30 Hz Tiefpassfilter zur Entfernung hochfre-

quenter Anteile eingesetzt. Zusätzlich zu den Rohdaten berechnete das Stimulationsgerät 

mehrere Anfallsqualitätskennwerte, darunter die Krampfdauer (siehe auch Abschnitt 

1.2.6.1) und den Postiktaler Suppressionsindex (PSI, siehe auch Abschnitt 1.2.6.2).  

Zur Validierung der geräteinternen Berechnungen wurden der postiktale Suppressionsin-

dex sowie der Anfallsendpunkt zusätzlich durch eine verblindete visuelle Beurteilung er-

fasst. Ein erfahrener Rater schätzte den Grad der EEG-Suppression in Schritten von 10 
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% von 0 % ohne Suppression bis 100 % vollständige Suppression ein. Die Krampfdauer 

wurde visuell in Sekunden bestimmt. Der Rater legte das Anfallsende anhand des Abklin-

gens hochfrequenter Spike Wave Komplexe und des Übergangs zu flacher, nieder-

amplitudiger EEG-Aktivität fest. Dieser Übergang war typischerweise durch eine abrupte 

Reduktion von Frequenz und Amplitude oder das Auftreten einer nahezu isoelektrischen 

Nulllinie gekennzeichnet, abhängig vom individuellen EEG-Muster des Patienten, und 

wurde als Übergang von hochfrequenter EEG-Aktivität zur postiktalen Suppression defi-

niert. Er markierte zugleich das Ende der iktalen Phase. 

 

1.2.4 Datenaufbereitung  

Die für diese Studie erhobenen Daten wurden in einer wissenschaftlichen Python Umge-

bung der Version 3.7.6 auf dem Linux basierten High Performance Computing Cluster 

BONNA der Universität Bonn aufbereitet und analysiert (Rossum und Drake, 2010). Sämt-

liche Verarbeitungsschritte, einschließlich statistischer Auswertungen, Modellierungen 

und numerischer Berechnungen, wurden auf diesem System durchgeführt. Recheninten-

sive Prozesse wurden unter anderem mithilfe der Bibliothek Joblib parallelisiert, um die 

Rechenzeiten zu verkürzen (Joblib Development Team Joblib Development Team, 2020). 

Für die Verarbeitung der Datensätze wurden insbesondere pandas  und NumPy einge-

setzt (Harris et al., 2020; McKinney, 2010; Reback et al., 2021). Die EEG-Signale, welche 

im European Data Format vorlagen, wurden mithilfe von pyEDFlib importiert (Kemp et 

al., 1992; Kemp und Olivan, 2003; Nahrstaedt et al., 2020). Zur Sicherstellung von Repro-

duzierbarkeit und Vergleichbarkeit aller Verarbeitungs-, Modellierungs- und Auswertungs-

schritte wurde ein zufälliger Startwert (engl. random seed) gesetzt, der für sämtliche Be-

rechnungen einheitlich verwendet wurde. 

Fehlende Werte, etwa für Alter, Geschlecht, Diagnose oder Elektrodenplatzierung, wur-

den mithilfe von Last Observation Carried Forward und Next Observation Carried Back-

ward imputiert (Little und Rubin, 2020). Bei unvollständigen Werten der CGI-S kam hin-

gegen eine lineare Interpolation zur Anwendung. 
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Für die Krampferkennung und die Berechnung der Krampfparameter wurde primär ein 

Einkanal-Ansatz verwendet. Dabei wurde das EEG Signal der rechten Hemisphäre ge-

nutzt, da bei überwiegend rechts unilateraler Stimulation dort stärkere iktale und postiktale 

EEG Veränderungen auftreten (Nobler et al., 1993; Perera et al., 2004). Verfahren zur 

Kohärenzanalyse bildeten eine Ausnahme, da hierfür die EEG-Signale beider Ableitungen 

berücksichtigt wurden (siehe Abschnitt 1.2.6.8). 

Aufzeichnungen mit einer Gesamtdauer von über 120 Sekunden, wurden ausgeschlos-

sen, da sie als verlängert gelten und mit kognitiven Beeinträchtigungen assoziiert werden 

(Aloysi et al., 2014; Freeman, 1995; Grözinger et al., 2013; Rasmussen, 2002). Damit 

gingen atypische Krampfverläufe nicht in die Analyse ein. 

 

1.2.5 Anfallserkennung 

Zur Detektion der induzierten Anfälle wurden die aufgezeichneten EEG-Daten zunächst 

in gleich große, nicht überlappende Segmente von jeweils 1,28Sekunden Dauer unterteilt. 

Diese Segmentlänge bietet eine ausreichend feine zeitliche Auflösung, um iktale EEG-

Ereignisse abzubilden, und stellt zugleich genügend Datenpunkte für statistische und fre-

quenzanalytische Auswertungen zur Verfügung. 

Die anschließende Segmentzuordnung stützte sich auf die vom Stimulationsgerät ermit-

telten Anfallsendpunkte. Alle EEG-Segmente vor diesem Endpunkt wurden mit dem Label 

„iktal“ versehen, da sie direkte Anfallsaktivität oder zeitlich angrenzende Abschnitte der 

iktalen Phase enthielten. Segmente nach dem dokumentierten Anfallsende wurden als 

„nicht-iktal“ klassifiziert, da sie postiktale Aktivität oder anfallsfreie Ruhephasen abbilde-

ten. Das erste Segment jeder Aufzeichnung erhielt zusätzlich das Label „stimulation“, da 

es den Zeitraum der aktiven Stimulation umfasste. Aufzeichnungen ohne eindeutig be-

stimmbaren Anfallsendpunkt wurden der Kategorie „nicht-spezifiziert“ zugeordnet. Die La-

bel „stimulation“ und „nicht-spezifiziert“ wurden nicht in die binäre Klassifikation einbezo-

gen und aus dem weiteren Datensatz entfernt. 
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1.2.5.1 Maschinelles Lernen 

Zur binären Klassifikation der EEG-Segmente wurde ein Verfahren aus dem Bereich des 

überwachten maschinellen Lernens eingesetzt. Unter maschinellem Lernen werden Me-

thoden verstanden, bei denen Modelle aus Trainingsdaten eigenständig Muster und Zu-

sammenhänge ableiten, ohne dass für jede mögliche Konstellation explizite Regeln vor-

gegeben werden. Beim überwachten Lernen (engl. supervised learning) erfolgt das Trai-

ning anhand eines Datensatzes mit bekannten Klassenzugehörigkeiten (engl. ground 

truth). Im vorliegenden Fall lagen die EEG-Segmente mit den Labels „iktal“ und „nicht-

iktal“ wie in Abschnitt 1.2.5 beschrieben vor. Die Modelle lernten aus diesen Beispielen 

Merkmalskonstellationen zu identifizieren, die typischerweise mit iktalen oder nicht-iktalen 

Phasen einhergehen, und nutzten dieses Wissen zur Klassifikation bislang ungesehener 

Segmente. Die EEG-Segmente wurden nicht direkt über die Rohsignale verarbeitet, son-

dern mithilfe einer strukturierten Merkmalsextraktion beschrieben, sodass jedes Segment 

als Punkt in einem mehrdimensionalen Merkmalsraum abgebildet wurde. 

 

1.2.5.2 Merkmalsextraktion 

Zur Merkmalsextraktion wurde die TSFEL Bibliothek verwendet (Barandas et al., 2020). 

Sie ermöglicht die automatische Berechnung zahlreicher spektraler, statistischer und zeit-

basierter Kennwerte aus EEG-Segmenten. Diese so gewonnenen Merkmale (engl. fea-

tures) bilden unterschiedliche Aspekte der neuronalen Aktivität ab und schaffen die 

Grundlage für eine algorithmische Unterscheidung zwischen iktalen und nicht-iktalen Pha-

sen. 

Die extrahierten Merkmale lassen sich in vier Kategorien unterteilen: 

- Energiebasierte Merkmale:  

Diese Merkmale beschreiben die Energieverteilung innerhalb eines Segments. Hierzu 

zählen die absolute Energie (engl. absolute energy), die Gesamtenergie (engl. total 

energy), die Fläche unter der Kurve (engl. area under the curve; AUC) und der Effek-

tivwert (engl. root mean square) als Maß für die mittlere Effektivamplitude. Ergänzend 

wurden Minimum und Maximum der Amplitude sowie Kennwerte berechnet, die die 
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maximale Spektralleistung (engl. max power spectrum) und die Bandbreite der spekt-

ralen Leistung charakterisieren (engl. power bandwidth). 

 

- Statistische Merkmale: 

Diese Merkmalsgruppe beschreibt grundlegende statistische Eigenschaften der Sig-

nalverteilung. Dazu gehören Lage- und Streuungsmaße wie der Mittelwert (engl. 

mean), der Median (engl. median), die Standardabweichung (engl. standard deviation) 

und die Varianz (engl. variance). Die Form der Verteilung wird durch die Schiefe (engl. 

skewness) und die Wölbung (engl. kurtosis) beschrieben. Zusätzlich wurden differenz-

basierte Merkmale extrahiert, die Veränderungen innerhalb des Segments quantifizie-

ren. Dazu zählen die mittlere absolute Abweichung (engl. mean absolute deviation), 

die mediane absolute Abweichung (engl. median absolute deviation) sowie die 

Summe der absoluten Differenzen (engl. sum absolute difference). Die mittlere abso-

lute Differenz zwischen benachbarten Werten (engl. mean absolute difference) und 

der Median der Differenzen (engl. median difference) erfassen direkt die Variabilität 

aufeinanderfolgender Werte. Die Signaldistanz (engl. signal distance) bezeichnet die 

Summe der absoluten Differenzen zwischen jeweils benachbarten Signalwerten inner-

halb eines Segments. 

- Frequenzbasierte Merkmale: 

Frequenzmerkmale analysieren die spektrale Zusammensetzung des Signals. Dazu 

gehören die Fundamentalfrequenz (engl. fundamental frequency), die maximale Fre-

quenz (engl. maximum frequency) und die mediane Frequenz (engl. median fre-

quency), die jeweils die dominierenden Frequenzkomponenten erfassen. Zusätzlich 

wurde der Spektralschwerpunkt (engl. centroid) bestimmt, der die mittlere Lage der 

spektralen Energie angibt. Ein weiteres Merkmal dieser Gruppe ist die Nulldurch-

gangsrate (engl. zero crossing rate), die die Häufigkeit der Vorzeichenwechsel inner-

halb des Segments quantifiziert. Zur Charakterisierung der Signalkomplexität wurde 

darüber hinaus die Entropie (engl. entropy) berechnet, die die Unregelmäßigkeit der 

Amplitudenverteilung innerhalb eines Segments abbildet. 

- Temporale Strukturmerkmale: 

Diese Merkmale beschreiben die innere Struktur und die zeitliche Dynamik innerhalb 

eines Segments. Die Autokorrelation (engl. autocorrelation) misst die Ähnlichkeit des 
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Signals mit sich selbst über verschiedene Zeitabstände hinweg und liefert so Hinweise 

auf periodische Muster. Ergänzend wurden die Anzahl der positiven Umkehrpunkte 

(engl. positive turning points) und negativen Umkehrpunkte (engl. negative turning 

points) bestimmt, die die Häufigkeit von Richtungswechseln anzeigen. Die benachbar-

ten Signalspitzen (engl. neighbourhood peaks) bezeichnen die Anzahl von lokalen Ma-

xima, die in unmittelbarer zeitlicher Nähe zueinander auftreten. Die Spitzen-zu-Spit-

zen-Distanz (engl. peak to peak distance) beschreibt den Abstand zwischen zwei auf-

einanderfolgenden lokalen Maxima. Die Steigung (engl. slope) schließlich quantifiziert 

die mittlere Änderungsrate innerhalb des Zeitfensters. 

Eine detaillierte Liste der extrahierten Merkmale und deren Definitionen findet sich in Ta-

belle S2 des Supplements der Originalpublikation (Kayser et al., 2025). Die so gewonne-

nen Merkmale wurden zu einer Merkmalsmatrix zusammengeführt, in der jede Zeile einen 

Merkmalsvektor und damit ein einzelnes EEG-Segment repräsentiert und jede Spalte ein 

einzelnes Merkmal abbildet. Jedem Segment war zusätzlich ein Klassenlabel zugeordnet, 

das angab, ob es der Klasse „iktal“ oder „nicht-iktal“ angehörte, wie in Abschnitt 1.2.5 

beschrieben. 

Im Rahmen der initialen Merkmalsselektion wurden die extrahierten Merkmale anhand 

statistischer Kenngrößen wie Minimum, Maximum, Mittelwert, Standardabweichung und 

Varianz beschrieben, die in Supplement B.1 der Originalpublikation zusammengefasst 

sind (Kayser et al., 2025). Zur Reduktion potenziell irrelevanter Information wurden Merk-

male mit geringer Varianz von höchstens 20 % ausgeschlossen. Stark korrelierte Merk-

male mit einem Korrelationskoeffizienten von mindestens 0,95 wurden ebenfalls entfernt, 

um Redundanz zu verringern und die Dimensionalität des Merkmalsraums zu begrenzen. 

 

1.2.5.3 Balancierung und Aufteilung der Daten 

Zur Herstellung einer ausgewogenen Klassenverteilung und Reduktion potenzieller Ver-

zerrungen wurde eine randomisierte Unterabtastung (engl. random undersampling) ange-

wendet (Mohammed et al., 2020; Saripuddin et al., 2021). Dabei wurden Stichproben der 

überrepräsentierten Klasse entfernt, bis beide Klassen gleich häufig vertreten waren. Die 

Umsetzung erfolgte mit der Python-Bibliothek imbalanced-learn (Lemaitre et al., 
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2016). Anschließend wurde die balancierte Merkmalsmatrix im Verhältnis 80:20 in Trai-

nings- und Testdaten aufgeteilt. Die Merkmalsvektoren sowie ihre zugehörigen Labels 

wurden zufällig auf Trainings- und Testsets verteilt, unabhängig von der zeitlichen Abfolge 

oder der Position innerhalb der ursprünglichen EEG-Aufzeichnung. Die Aufteilung erfolgte 

segmentbasiert, wobei die einzelnen Segmente als analytisch unabhängig behandelt wur-

den, um potenziellen Verzerrungen durch temporale Autokorrelation innerhalb zusam-

menhängender EEG-Sequenzen entgegenzuwirken.  

 

1.2.5.4 Aufbau des digitalen Analyse-Frameworks 

Alle Verarbeitungsschritte wurden in einem standardisierten Analyse-Framework gebün-

delt, das eine reproduzierbare und transparente Datenverarbeitung ermöglicht (siehe Ab-

bildung 1). 

 

1.2.5.5 Datenvorverarbeitung 

Die Vorverarbeitung der Daten (engl. preprocessing) innerhalb des Frameworks umfasste 

eine lineare Normalisierung der Merkmalsmatrix und eine anschließende Hauptkompo-

nentenanalyse (engl. Principal Component Analysis). Im ersten Schritt wurden alle Merk-

male auf einen Wertebereich zwischen 0 und 1 skaliert, um Verzerrungen durch unter-

schiedliche Skalierungen der Merkmale zu vermeiden (Maharana et al., 2022). Anschlie-

ßend erfolgte eine Hauptkomponentenanalyse (Pearson, 1901; Rokhlin et al., 2008), wo-

bei die Anzahl der Komponenten datengetrieben so gewählt wurde, dass mindestens 80 

% der Gesamtvarianz abgedeckt waren. Diese Schwelle diente der gezielten Reduktion 

der Dimensionalität bei gleichzeitigem Erhalt zentraler Informationsanteile. 

 

1.2.5.6 Algorithmen des maschinellen Lernens 

Für die Klassifikationsaufgabe wurden fünf verschiedene Algorithmen des maschinellen 

Lernens aus der scikit-learn Bibliothek herangezogen (Pedregosa et al., 2011): 
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- Der Entscheidungsbaum (engl. Decision Tree; DT) segmentiert den Merkmalsraum 

rekursiv anhand der Eingangsmerkmale und erzeugt eine baumartige Struktur, in der 

jeder Pfad vom Wurzelknoten zu einem Blatt einer Entscheidungsregel entspricht 

(Breiman et al., 2017; Loh, 2011; Quinlan, 1986). Entscheidungsbäume sind gut inter-

pretierbar, neigen jedoch bei großer Tiefe zu Überanpassung und dienen in dieser 

Arbeit vor allem als einfaches Referenzmodell. 

- Der Random Forest basiert auf einem Ensemble vieler Entscheidungsbäume, die auf 

zufällig gezogenen Teilmengen der Trainingsdaten und Merkmale trainiert werden 

(Breiman, 2001; Liaw und Wiener, 2002). Die finale Vorhersage ergibt sich aus der 

Mehrheitsentscheidung aller Einzelbäume. Durch diese Aggregation werden Varianz 

und Überanpassung einzelner Bäume reduziert, sodass sich das Verfahren besonders 

für komplexe und hochdimensionale Datensätze eignet (Cutler et al., 2007). 

- Der Stützvektor Klassifikator (engl. Support Vector Classifier; SVC) nutzt das Prinzip 

der maximalen Margin Trennung und bestimmt eine Entscheidungsgrenze, die die 

Klassen mit größtmöglichem Abstand zu den nächstgelegenen Trainingspunkten 

trennt (Cortes und Vapnik, 1995; Vapnik, 1998). Durch den Einsatz von Kernelfunkti-

onen können auch nicht lineare Zusammenhänge erfasst werden, indem die Daten in 

einen höherdimensionalen Raum abgebildet werden, in dem eine lineare Trennung 

möglich ist (Hastie et al., 2001). 

- Der k-Nächste-Nachbarn-Klassifikator (engl. k-Nearest-Neighbors; KNN) ordnet ei-

nem neuen Datenpunkt die Klasse zu, die unter seinen k nächstgelegenen Nachbarn 

im Merkmalsraum am häufigsten vertreten ist (Cover und Hart, 1967; Omohundro, 

1989). Das Verfahren bildet kein explizites Modell, sondern nutzt die Trainingsdaten 

direkt als Referenz. Es kann komplexe, nicht lineare Entscheidungsgrenzen abbilden, 

reagiert jedoch empfindlich auf die Wahl des Parameters k und auf Skalierungseffekte 

in den Merkmalen (Duda et al., 2001). 

- Der Gradient Boosting Klassifikator (engl. Gradient Boosting Classifier; GBC) optimiert 

die Modellleistung durch ein iteratives Verfahren, bei dem viele schwache Entschei-

dungsbäume sequenziell trainiert und zu einem starken Gesamtmodell kombiniert 

werden (Friedman, 2001; Mason et al., 1999; Natekin und Knoll, 2013). Jeder neue 

Baum fokussiert auf die Residualfehler der bisherigen Vorhersagen, sodass schwer 

vorhersagbare Instanzen schrittweise besser abgebildet werden. Die Lernrate steuert 
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den Grad dieser Anpassung und erlaubt eine Balance zwischen Anpassungsfähigkeit 

und Generalisierungsfähigkeit. 

Die standardisierte Einbindung sämtlicher Klassifikatoren in das Framework ermöglichte 

eine konsistente Trainings- und Bewertungsgrundlage für den anschließenden Vergleich 

ihrer Klassifikationsleistung. 

 

1.2.5.7 Training der Klassifikationsmodelle 

Auf Grundlage der Trainingsdaten wurde für jeden Algorithmus ein Klassifikationsmodell 

trainiert, das die Zuordnung der Segmente zu den Klassen „iktal“ und „nicht-iktal“ ermög-

lichen sollte. Um eine geeignete Modellkonfiguration zu bestimmen und das Risiko von 

Überanpassung zu reduzieren, wurde für jedes Verfahren eine Hyperparameteroptimie-

rung mittels einer fünffachen Kreuzvalidierung in Kombination mit einer Grid-Search 

durchgeführt (Arlot und Celisse, 2010; Geisser, 1975; Pedregosa et al., 2011). Hierbei 

wurde das Trainingsset in fünf gleich große Teilmengen (engl. folds) unterteilt. Die Mo-

delle wurden in jeder Iteration auf vier Folds trainiert und auf dem verbleibenden Fold 

validiert, bis jede Teilmenge einmal als Validierungsdatensatz fungierte (Wilimitis und 

Walsh, 2023). Im Rahmen der Grid-Search wurden alle Kombinationen vordefinierter Hy-

perparameter evaluiert; die geprüften Parameterbereiche sind in Tabelle 2 aufgeführt. Zur 

Auswahl der optimalen Hyperparameter wurde die Modellgüte anhand des Matthews Kor-

relationskoeffizienten bewertet, der in nachfolgenden Abschnitt  näher beschrieben ist 

(Chicco und Jurman, 2020). 

 

1.2.5.8 Evaluation und Leistungsbewertung der Modelle 

Nach Abschluss der Optimierung wurden die trainierten Klassifikationsmodelle auf ein un-

abhängiges Testset angewendet, um deren finale prädiktive Leistung außerhalb der Trai-

nings- und Validierungsdaten zu bestimmen. Zur Bewertung der Modellgüte diente die 

Konfusionsmatrix, die die Anzahl korrekt und inkorrekt klassifizierter Segmente in beiden 

Klassen, „iktal“ und „nicht-iktal“, abbildet (Kubat, 2015; Powers, 2020). Sie umfasst vier 

Elemente. True Positives (TP) bezeichnen korrekt als „iktal“ klassifizierte Segmente. False 
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Positives (FP) sind fälschlicherweise als „iktal“ klassifizierte Segmente, die tatsächlich 

nicht-iktal sind. False Negatives (FN) entsprechen fälschlicherweise als „nicht-iktal“ klas-

sifizierten Segmenten, die tatsächlich iktal sind. True Negatives (TN) bezeichnen korrekt 

als „nicht-iktal“ klassifizierte Segmente. 

Diese Einteilung bildet die Grundlage für verschiedene ML-Metriken, die für eine umfas-

sende Leistungsbewertung der Modelle herangezogen wurden (Sokolova und Lapalme, 

2009): 

- Die Accuracy beschreibt den Anteil der insgesamt korrekt klassifizierten Segmente an 

der Gesamtzahl der Segmente. Sie wird berechnet als: 

 𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑃 + 𝑇𝑁 + 𝐹𝑁
  

Der Wertebereich liegt zwischen 0 und 1. Ein Wert von 1 entspricht einer perfekten 

Klassifikation, ein Wert von 0 einer vollständig fehlerhaften Klassifikation. Bei zufälliger 

Klassifikation ohne Trennschärfe ergibt sich bei ausgewogener Klassenverteilung ty-

pischerweise ein Wert um 0,5. Die Accuracy eignet sich vor allem bei ausgewogenen 

Klassenverteilungen. Bei deutlich unausgeglichenen Klassen kann sie hingegen irre-

führend sein, da ein Modell allein durch die bevorzugte Zuordnung zur häufigeren 

Klasse eine hohe Accuracy erreichen kann, ohne eine klinisch sinnvolle Trennleistung 

zu erbringen. 

- Die Precision, auch positiver prädiktiver Wert (engl. Positive Predictive Value; PPV) 

genannt, gibt an, welcher Anteil der als iktal klassifizierten Segmente tatsächlich iktal 

ist. Sie misst die Genauigkeit positiver Vorhersagen und wird berechnet als: 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  𝑃𝑃𝑉 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
  

Der Wertebereich reicht ebenfalls von 0 bis 1. Eine hohe Precision bedeutet, dass nur 

wenige nicht-iktale Segmente fälschlicherweise als iktal klassifiziert werden. Eine nied-

rige Precision weist auf viele falsch positive Vorhersagen hin. Precision ist insbeson-

dere dann von Bedeutung, wenn falsch positive Fehler begrenzt werden sollen. 

- Die Sensitivität, auch Recall oder Richtig-Positiv-Rate (engl. True Positive Rate; TPR) 

beschreibt den Anteil der tatsächlich iktalen Segmente, die korrekt als iktal erkannt 

werden. Sie ergibt sich aus: 
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 𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡ä𝑡 =  𝑅𝑒𝑐𝑎𝑙𝑙 = TPR =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
  

 

Auch hier liegt der Wertebereich zwischen 0 und 1. Eine hohe Sensitivität bedeutet, 

dass nur wenige Anfälle übersehen werden, eine niedrige Sensitivität dagegen, dass 

ein relevanter Teil der tatsächlichen Anfälle nicht erkannt wird. 

- Der F1-Score kombiniert Precision und Sensitivität in einer einzigen Metrik, indem er 

deren harmonisches Mittel berechnet (Sasaki, 2007). Dies ermöglicht eine ausgewo-

gene Bewertung der Modellleistung, insbesondere wenn ein Kompromiss zwischen 

Präzision und Sensitivität erforderlich ist (Lipton et al., 2014). Die Berechnung erfolgt 

nach: 

 

 𝐹1 =
2 × 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 × 𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡ä𝑡

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡ä𝑡
=

2 × 𝑇𝑃

(2 × 𝑇𝑃 )+ 𝐹𝑃+𝐹𝑁
  

 

Der Wertebereich reicht von 0 bis 1. Ein hoher F1-Score zeigt, dass das Modell sowohl 

eine gute Precision als auch einen hohen Recall erreicht. Ist der Wert niedrig, bedeutet 

dies, dass entweder die False-Positive-Rate hoch ist (niedrige Precision) oder dass 

viele Anfälle übersehen werden (niedriger Recall). Der F1-Score ist besonders hilf-

reich, wenn die Klassenverteilung unausgewogen ist, da er sowohl die Fähigkeit zur 

korrekten Identifikation positiver Fälle als auch zur Vermeidung falsch-positiver Vor-

hersagen berücksichtigt. 

- Der Matthews Korrelationskoeffizient (engl. Matthews Correlation Coefficient; MCC) 

ist eine umfassende Metrik zur Gesamtbewertung eines Klassifikationsmodells 

(Matthews, 1975), da er alle vier Einträge der Konfusionsmatrix berücksichtigt (Chicco 

und Jurman, 2020). MCC ist besonders nützlich für unausgewogene Klassenverteilun-

gen, da er – anders als Accuracy – nicht durch eine dominierende Klasse verzerrt wird. 

Die Berechnung erfolgt mit: 

 

𝑀𝐶𝐶 =  
(𝑇𝑃 × 𝑇𝑁 )− (𝐹𝑃 × 𝐹𝑁)

√(𝑇𝑃+ 𝐹𝑃)(𝑇𝑃+𝐹𝑁)(𝑇𝑁+𝐹𝑃)(𝑇𝑁+𝐹𝑁)
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Der Wertebereich liegt zwischen -1 und +1, wobei ein Wert von +1 eine perfekte Klas-

sifikation, ein Wert von 0 eine zufällige Klassifikation und ein Wert von -1 eine vollstän-

dig fehlerhafte Klassifikation bedeutet. MCC ist besonders aussagekräftig, wenn die 

Daten stark unausgeglichen sind, da er sicherstellt, dass sowohl richtige als auch fal-

sche Klassifikationen in beiden Klassen gleichmäßig berücksichtigt werden. 

- Die Grenzwertoptimierungskurve (engl. Receiver Operating Characteristic; ROC) be-

schreibt die Beziehung zwischen der Richtig-Positiv-Rate (engl. True Positive Rate; 

TPR) und der Falsch-Positiv-Rate (engl. False Positive Rate; FPR) bei unterschiedli-

chen Schwellenwerten (Bradley, 1997; Zou et al., 2007). Die Fläche unter der Kurve 

(engl. Area Under the Curve; AUC) gibt an, wie gut das Modell insgesamt zwischen 

den beiden Klassen unterscheiden kann. Der ROC-AUC-Wert, also die Fläche unter 

der Grenzwertoptimierungskurve, beschreibt damit die Gesamtgüte der Klassifikation 

und berechnet sich als: 

𝑅𝑂𝐶 𝐴𝑈𝐶 = ∫ 𝑇𝑃𝑅(𝐹𝑃𝑅)
1

0
𝑑𝐹𝑃𝑅  

mit 𝐹𝑃𝑅 =  
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
  

Der Wertebereich liegt zwischen 0 und 1. Ein AUC-Wert von 1 bedeutet, dass das 

Modell eine perfekte Trennung zwischen den Klassen ermöglicht, während ein Wert 

von 0,5 auf eine zufällige Klassifikation hindeutet (Fawcett, 2006). Modelle mit einem 

höheren AUC-Wert haben eine bessere Fähigkeit, zwischen positiven und negativen 

Klassen zu unterscheiden. 

 

1.2.5.9 Modellvergleichsanalyse 

Zur Identifikation statistisch signifikanter Leistungsunterschiede zwischen den Klassifika-

tionsmodellen wurde eine Modellvergleichsanalyse auf der Grundlage des Cochrane Q 

Tests durchgeführt (Cochran, 1950; Dietterich, 1998). Dieser auf der Chi Quadrat Vertei-

lung beruhende Test erweitert den McNemar Test auf den Vergleich von mehr als zwei 

abhängigen dichotomen Klassifikationen, wie hier bei der Segmentzuordnung in die Klas-

sen „iktal“ und „nicht-iktal“, und prüft, ob sich die Modelle in ihren Fehlklassifikationen 

systematisch unterscheiden (Sheskin, 2011). Die Nullhypothese geht davon aus, dass 
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alle Modelle eine vergleichbare Klassifikationsleistung aufweisen. Ein signifikanter Q Wert 

weist darauf hin, dass mindestens ein Modell von den übrigen Modellen abweicht. 

Ergab der Cochrane Q Test einen signifikanten Befund, wurden ergänzend paarweise 

Post-hoc-Vergleiche mittels McNemar-Test durchgeführt (McNemar, 1947; Sheskin, 

2011). Dieser nichtparametrische Test bewertet Unterschiede in den Fehlklassifikationen 

zweier Modelle anhand diskordanter Paare, also solcher Fälle, in denen die Modelle zu 

unterschiedlichen Klassifikationsurteilen gelangen. Die Auswertung erfolgt auf der Basis 

einer Vierfeldertafel und nutzt ebenfalls die Chi Quadrat Verteilung (Edwards, 1948). Ein 

signifikanter McNemar Test deutet darauf hin, dass ein Modell im Vergleich zu dem jeweils 

betrachteten Referenzmodell systematisch bessere oder schlechtere Vorhersagen liefert.  

Die praktische Umsetzung der Modellvergleiche erfolgte mit der MLxtend Bibliothek 

(Raschka, 2018). Für alle Tests wurde ein Signifikanzniveau von 0,01 festgelegt. Eine 

detaillierte Darstellung der zugrunde liegenden Implementierung findet sich in Supple-

ment B.4 der Originalpublikation (Kayser et al., 2025). Die in Abbildung 2 dargestellte 

methodische Kernimplementierung veranschaulicht den Ablauf der paarweisen McNemar 

Analysen. 

 

1.2.5.10 Anfallserkennung 

Nach Abschluss der Modellvergleichsanalyse wurde der leistungsstärkste Klassifikations-

algorithmus als Referenzmodell ausgewählt. Die Entscheidung basierte auf einer integra-

tiven Bewertung aller zuvor erläuterten Metriken sowie den Ergebnissen des Cochrane-

Q-Tests und der paarweisen McNemar-Analysen. Das final trainierte Modell wurde an-

schließend eingesetzt, um für jedes EEG-Segment eine probabilistische Klassenzuwei-

sung zu berechnen. Die Hyperparameter des Klassifikators entsprachen den im Rahmen 

der Grid-Search-Optimierung bestimmten Konfigurationen (siehe Tabelle 2 und Abschnitt 

1.2.5.7).  
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Abb. 2: Beispiel eines EKT-induzierten Krampfanfalls und seiner automatisierten 
Auswertung im entwickelten Analyse-Framework (modifiziert nach Kayser et al., 
2025). Das obere Panel zeigt das Roh-EEG-Signal (linke y-Achse, Amplitude in µV) sowie 
die vom Klassifikationsmodell berechnete Anfallswahrscheinlichkeit (rechte y-Achse, 
grau). Die farbigen vertikalen Linien markieren das Krampfende gemäß Framework-De-
tektion (dunkelblau), dem Stimulationsgerät (Thymatron®) (orange) und der Expertenbe-
wertung (rot). Das mittlere Panel visualisiert das Stimulationsereignis (hellblau) und das 
darauffolgende Krampfgeschehen (dunkelblau) sowie die zugrunde liegenden Zeitfenster 
der berechneten Qualitätsparameter (PSI, MIA, EIA, COH, MSP, TTPP). Das untere Pa-
nel zeigt die zeitaufgelöste Leistungsspektraldichte (engl. Power Spectral Density; PSD) 
des EEG-Signals. Höhere Leistungswerte sind durch wärmere Farben dargestellt. 

 

In der Anwendung auf die vollständige EEG-Datenbasis wurde für jedes EEG-Segment 

die Wahrscheinlichkeit einer Zugehörigkeit zu den Klassen „iktal“, oder „nicht-iktal“ be-

stimmt. Der algorithmische Ablauf dieses Verfahrens ist in Abbildung 2 schematisch dar-

gestellt. Der Anfallsbeginn wurde als der früheste Zeitpunkt nach der Stimulation definiert, 

zu dem die vorhergesagte Wahrscheinlichkeit für die Klasse „iktal“ für eine Dauer von 

mindestens 8 Sekunden die Schwelle von 50 % überschritt. Das Anfallsende wurde als 

jener Zeitpunkt festgelegt, zu dem die Wahrscheinlichkeit für „iktal“ in drei unmittelbar auf-

einanderfolgenden Segmenten unter 30 % lag. In diesem Fall wurde das erste Segment, 

das als „nicht-iktal“ klassifiziert wurde, als Anfallsendpunkt gewertet. Trat innerhalb eines 
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Zeitfensters von vier Sekunden nach diesem Zeitpunkt erneut ein Anstieg der Wahr-

scheinlichkeit für die Klasse iktal auf und erfüllten die nachfolgenden Segmente erneut 

die genannten Kriterien für einen Anfall, wurde das spätere Ende als gültiger Anfallsend-

punkt übernommen. Diese Regelung sollte verfrühte Anfallsbeendigungen vermeiden und 

erlaubte die Erfassung postiktaler Wiederholungsphänomene, wie sie unmittelbar im An-

schluss an einen Anfall auftreten können. 

 

1.2.6 Berechnung der Qualitätsparameter 

Im Anschluss wurden aus den EEG-Signalen verschiedene Qualitätsparameter der Elekt-

rokonvulsionstherapie berechnet. Diese Parameter erfassen zentrale Charakteristika der 

iktalen Hirnaktivität, der postiktalen EEG-Veränderungen und der neuronalen Synchroni-

sation (Azuma et al., 2007; Krystal et al., 1995; Suppes et al., 1996). Sie basieren auf der 

zuvor bestimmten Anfallsdauer und wurden in Anlehnung an etablierte gerätebasierte 

Verfahren definiert (Somatics LLC, 2019). Die vom Stimulationsgerät automatisch berech-

neten Werte dienten als Referenz zur Validierung der eigenen Berechnungen. 

Abbildung 2 gibt eine schematische Übersicht über die Segmentierung der EEG-Signale, 

die Zuordnung zu iktalen und postiktalen Phasen sowie die zur Berechnung der einzelnen 

Krampfqualitätsmetriken herangezogenen Zeitfenster und Frequenzbereiche. Zur Bestim-

mung spektraler Parameter wurden die EEG-Signale frequenzbasiert zerlegt. Das Leis-

tungsdichtespektrum wurde in mehreren physiologisch und neurophysiologisch relevan-

ten Frequenzbändern berechnet, die unterschiedliche funktionelle Zustände des Gehirns 

widerspiegeln. Ausgewertet wurde die Delta-Band-Aktivität im Bereich von 0,7 bis 3,5 Hz, 

die Theta-Band-Aktivität von 3,5 bis 8 Hz, die Alpha-Band-Aktivität von 8 bis 13 Hz und 

die Beta-Band-Aktivität von 13 bis 25 Hz. Die Berechnung erfolgte mithilfe einer schnellen 

Fourier-Transformation mit Funktionen aus der SciPy Bibliothek (Duhamel und Vetterli, 

1990; Virtanen et al., 2020). Hierzu wurde auf nicht überlappende Segmente jeweils eine 

Hanning-Fensterfunktion angewendet.  

Der zur Berechnung der Qualitätsparameter entwickelte Python-Code wurde in der Tool-

box ECTMetrics zusammengeführt und als Open-Source-Projekt veröffentlicht (Kayser, 

2025).  
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Im Folgenden werden die einzelnen Qualitätsparameter und ihre Berechnung näher er-

läutert. 

 

1.2.6.1 Krampfdauer 

Die Krampfdauer (engl. seizure duration; SE) wurde als Zeitintervall zwischen Anfallsbe-

ginn und Anfallsende ausschließlich anhand des EEG-Signals bestimmt, wie es durch das 

in Abschnitt 1.2.5.10 beschriebene Verfahren definiert und in der nachfolgenden Glei-

chung formal dargestellt ist. Während die Krampfdauer traditionell als Marker für die An-

fallsauslösung galt, wird ihre Aussagekraft für den Therapieerfolg der EKT inzwischen 

differenzierter bewertet. Aktuelle Studien zeigen zwar eine Assoziation zwischen Krampf-

dauer und Remission, machen jedoch deutlich, dass weitere klinische Faktoren den Be-

handlungserfolg wesentlich mitbestimmen (Gillving et al., 2024). Im Vergleich zur motori-

schen oder EMG basierten Erfassung gilt die EEG basierte Messung jedoch weiterhin als 

robusteres Verfahren, da sie das neuronale Anfallsgeschehen direkter abbildet (Sørensen 

et al., 1981). Als klinisch ausreichend gelten EEG-erfasste Krampfanfälle mit einer Dauer 

von mindestens 25Sekunden; während bei Patienten über 75Jahren bereits eine Dauer 

von 20Sekunden als adäquat bewertet werden kann (Grözinger et al., 2013).  

 

Krampfdauer (𝑠) = 𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑒𝑛𝑑𝑒 − 𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑏𝑒𝑔𝑖𝑛𝑛  

mit  𝑡Anfallsbeginn < 𝑡Anfallsende 

wobei 𝑡Anfallsbeginn bezeichnet den Zeitpunkt des Anfallsbeginns und 

𝑡Anfallsende den Zeitpunkt des Anfallsendes. 

 

Krampfanfälle mit einer Dauer von weniger als 10Sekunden wurden von der weiteren 

Analyse ausgeschlossen, da die zugrunde liegenden Berechnungsverfahren mehrerer 

Qualitätsparameter für derart kurze EEG-Abschnitte per Definition nicht anwendbar sind. 

 



34 
 
 

1.2.6.2 Postiktaler Suppressionindex 

Der postiktale Suppressionsindex (engl. Postictal Suppression Index; PSI) quantifiziert 

den Übergang von der iktalen Aktivität in die abgeschwächte postiktale EEG-Phase und 

wird als Maß für die zentrale Inhibitionsleistung interpretiert.  

Für die vorliegende Arbeit wurde der PSI als relative Reduktion der mittleren EEG-

Amplitude im postiktalen im Vergleich zum iktalen Abschnitt definiert. Hierzu wurden je 

drei EEG-Segmente im postiktalen und im iktalen Zeitraum herangezogen. Um unmittel-

bare Übergangseffekte am Anfallsendpunkt zu vermeiden, wurde ein Zeitfenster von vier 

Sekunden, entsprechend drei Segmenten, um den Anfallsendpunkt von der Analyse aus-

geschlossen (Baghai et al., 2004). Aus den verbleibenden Segmenten wurden die mittle-

ren absoluten Amplituden für den iktalen und den postiktalen Abschnitt berechnet. 

 

  𝑃𝑆𝐼 (%) = (1 −
∑ |𝐴(𝑆𝑇𝑆 + 1) + 𝑖|3

𝑖=1

∑ |𝐴(𝑆𝑇𝑆− 1) − 𝑖|3
𝑖=1

) × 100   

  mit   𝑃𝑆𝐼 ∈ [0; 100] 

wobei 𝑆𝑇𝑆 das Segment des Anfallsendes (engl. seizure termination 

segment) bezeichnet. |𝐴(𝑆𝑇𝑆 + 1) + 𝑖| ist die absolute EEG-Sig-

nalamplitude des 𝑖 −ten postiktalen Segments, während 

|𝐴(𝑆𝑇𝑆− 1) − 𝑖| die absolute EEG-Signalamplitude des 𝑖-ten prä-

terminalen iktalen Segments angibt. 

 

Der PSI wird als Prozentwert angegeben und liegt im Bereich von 0 bis 100 %. Studien 

zeigten Hinweise auf eine positive Korrelation zwischen dem PSI und dem Behandlungs-

erfolg (Azuma et al., 2007; Nobler et al., 2000; Nobler et al., 1993; Suppes et al., 1996). 

PSI Werte über 80 % gelten daher als ideal (Grözinger et al., 2013). Bei niedrigeren Wer-

ten kann eine Restimulation erwogen werden (Baghai et al., 2004; Weiner et al., 1991). 

Tritt im vermeintlich postiktalen EEG-Abschnitt eine verstärkte Erregung auf, kann der PSI 

rechnerisch negative Werte annehmen. In der vorliegenden Arbeit wurden solche Ver-

läufe als Ausdruck einer fehlenden Suppression interpretiert und der PSI konsequent auf 

0 % gesetzt. 
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1.2.6.3 Konvulsions-Energie-Index 

Der Konvulsions-Energie-Index (engl. Average Seizure Energy Index; ASEI) beschreibt 

die mittlere Leistung des EEG-Signals während eines Krampfanfalls und dient als Maß für 

die energetische Intensität der neuronalen Aktivität (Baghai et al., 2004). Er wurde be-

rechnet, indem die quadrierte EEG-Amplitude über die gesamte Krampfdauer gemittelt 

wurde. 

 

ASEI (𝜇𝑉2) = 
1

𝐾𝑟𝑎𝑚𝑝𝑓𝑑𝑎𝑢𝑒𝑟
∫ 𝑃(𝑡)𝑑𝑡

𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑒𝑛𝑑𝑒

𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑏𝑒𝑔𝑖𝑛𝑛 
  

 

  mit  𝑃(𝑡) =  𝑥(𝑡)2  und 𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑏𝑒𝑔𝑖𝑛𝑛 < 𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑒𝑛𝑑𝑒  

wobei  𝑥(𝑡) die EEG-Amplitude zum Zeitpunkt 𝑡, während 𝑃(𝑡) das 

Leistungsdichtespektrum des EEG-Signals darstellt. Die 

Krampfdauer entspricht dem Zeitintervall zwischen Anfallsbe-

ginn 𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑏𝑒𝑔𝑖𝑛𝑛 und Anfallsende 𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑒𝑛𝑑𝑒 wie in Abschnitt 

1.2.6.1 beschrieben. 

 

1.2.6.4 Maximal anhaltende Leistung 

Die maximal anhaltende Leistung (engl. Maximum Sustained Power; MSP) beschreibt die 

höchste kumulierte EEG-Leistung innerhalb eines Zeitraums von acht aufeinanderfolgen-

den iktalen EEG Segmenten, was einem Zeitfenster von etwa 10 Sekunden während des 

Anfalls entspricht (Rasmussen, 2002; Somatics LLC, 2019). Für jedes mögliche Fenster 

aus acht konsekutiven iktalen Segmenten wurde die Summe der EEG-Leistung berech-

net, und der höchste dieser Werte wurde als MSP definiert. Hohe MSP Werte geben Auf-

schluss über die maximal anhaltende neuronale Erregung während eines Krampfanfalls 

und könnten mit der therapeutischen Wirksamkeit der Elektrokonvulsionstherapie in Zu-

sammenhang stehen (Francis-Taylor et al., 2020). 
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𝑀𝑆𝑃 (
𝜇𝑉2

𝐻𝑧
) = maxSOS ≤ k < (STS−8) (

1

8
∑ 𝑃𝑘+𝑖

7
𝑖=0 )   

 

  mit  𝑆𝑂𝑆 <  (𝑆𝑇𝑆 − 7) 

wobei  𝑆𝑂𝑆 bezeichnet das Segment zum Zeitpunkt des Anfallsbe-

ginns, 𝑆𝑇𝑆 das Segment zum Zeitpunkt des Anfallsendes. Der 

Index 𝑘 gibt den Startpunkt eines Fensters aus acht aufeinan-

derfolgenden iktalen Segmenten an, der Index 𝑖 die Position 

innerhalb dieses Fensters. 𝑃𝑘+𝑖 entspricht der mittleren EEG-

Leistung im (𝑘 + 𝑖)-ten Segment. 

 

1.2.6.5 Zeit bis zur maximalen Leistung 

Die Zeit bis zur maximalen Leistung (engl. Time To Peak Power; TTPP) bezeichnet das 

Zeitintervall zwischen dem Ende des Stimulus und dem Zeitpunkt, an dem die maximale 

EEG-Leistung während eines Krampfanfalls erreicht wird (Somatics LLC, 2019). Dieser 

Wert gibt Aufschluss darüber, wie schnell eine maximale neuronale Aktivierung erfolgt. 

Eine kurze TTPP weist auf eine rasche Rekrutierung kortikaler Strukturen hin, während 

längere Werte eine verzögerte maximale Krampfaktivität widerspiegeln können (Sackeim, 

1996). 

  𝑇𝑇𝑃𝑃 (𝑠) = 𝑡𝑀𝑆𝑃 − 𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑏𝑒𝑔𝑖𝑛𝑛  

  mit   𝑡𝑀𝑆𝑃 ≥ (𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑏𝑒𝑔𝑖𝑛𝑛 + 5.12) 

  wobei  𝑡𝑀𝑆𝑃 bezeichnet den Zeitpunkt der maximal anhaltenden  

    Leistung, und 𝑡𝐴𝑛𝑓𝑎𝑙𝑙𝑠𝑏𝑒𝑔𝑖𝑛𝑛 den Zeitpunkt des Anfallsbeginns. 

 

1.2.6.6 Frühe iktale Amplitude 

Die frühe iktale Amplitude (engl. Early-Ictal Amplitude; EIA) bildet die initiale Krampfinten-

sität unmittelbar nach der Stimulation ab. Höhere frühe- und  mittel-iktale Amplituden 
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(siehe auch Abschnitt 1.2.6.7) sind mit Merkmalen adäquater Reizintensität und generali-

sierter Anfallsaktivität assoziiert und fließen auch in Modelle zur Beurteilung der Adäquanz 

der Stimulation ein (De Arriba-Arnau et al., 2021; Francis-Taylor et al., 2020; Krystal et 

al., 2000; Krystal et al., 1995; Krystal et al., 1993). Die EIA wurde als mittlere absolute 

EEG-Amplitude der ersten acht iktalen Segmente berechnet.  

 

EIA (𝜇𝑉)= 
1

8
 ∑  |𝐴𝑖|

𝑆𝑂𝑆+7
𝑖=𝑆𝑂𝑆   

  mit  𝑆𝑂𝑆 < (𝑆𝑇𝑆 − 7) 

wobei 𝑆𝑂𝑆 bezeichnet das Segment zum Zeitpunkt des Anfallsbe-

ginns, 𝑆𝑇𝑆 das Segment zum Zeitpunkt des Anfallsendes, und 

|𝐴𝑖| die absolute EEG-Amplitude im 𝑖-ten initialen iktalen Seg-

ment. 

 

1.2.6.7 Mittlere iktale Amplitude 

Die mittlere iktale Amplitude (engl. Mid-Ictal Amplitude; MIA) beschreibt die höchste mitt-

lere Amplitude innerhalb eines Zeitraums von acht aufeinanderfolgenden Segmenten 

während der Anfallsperiode. Ein hoher MIA-Wert weist auf eine intensive neuronale Ent-

ladung hin und ist mit Merkmalen einer adäquaten Generalisierung des Krampfgesche-

hens assoziiert (Janouschek et al., 2020; Krystal et al., 1998). Niedrige MIA-Werte können 

hingegen auf eine unzureichende Synchronisation kortikaler Aktivität oder eine vorzeitige 

Anfallsbeendigung hinweisen (Krystal et al., 2000). Eine mittlere iktale Amplitude von min-

destens 180 µV, beziehungsweise 150 µV bei Patienten über 75 Jahren, wird als ausrei-

chend angesehen (Grözinger et al., 2013). Die MIA wurde als maximaler Mittelwert der 

absoluten EEG-Amplituden über gleitende Fenster von acht konsekutiven iktalen Seg-

menten berechnet. 

 

𝑀𝐼𝐴 (𝜇𝑉) = 𝑚𝑎𝑥𝑆𝑂𝑆 ≤ 𝑘 < (𝑆𝑇𝑆−8) (
1

8
 ∑  |𝐴𝑘+𝑖|

7
𝑖=0 )   

 mit  𝑆𝑂𝑆 <  (𝑆𝑇𝑆 − 7) 
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wobei 𝑆𝑂𝑆 bezeichnet das Segment zum Zeitpunkt des Anfallsbe-

ginns, 𝑆𝑇𝑆 das Segment zum Zeitpunkt des Anfallsendes, 𝑘 

den Startindex eines Fensters aus acht aufeinanderfolgenden 

iktalen Segmenten, 𝑖 den Index innerhalb dieses Fensters und 

|𝐴𝑘+𝑖| die absolute EEG-Amplitude im (𝑘 + 𝑖)-ten iktalen Seg-

ment. 

 

1.2.6.8 Maximale interhemisphärische Kohärenz 

Die maximale interhemisphärische Kohärenz (engl. Maximum Sustained Coherence; 

COH), auch Konvulsions-Konkordanz-Index genannt, erfasst die interhemisphärische 

Synchronisation des EEG während eines Krampfanfalls. Als paarweises Maß erfordert 

die COH je eine links- und rechtshemisphärische EEG-Ableitung (Shaw, 1981). Studien 

zeigen Zusammenhänge zwischen höheren iktalen Kohärenzwerten und Merkmalen adä-

quater Anfallsaktivität bzw. klinischer Effekte (Krystal et al., 1995; Perera et al., 2004). 

Längsschnittliche Analysen zeigen steigende iktale Kohärenzwerte im Behandlungsver-

lauf, ohne dass diese Zunahme die antidepressive Wirksamkeit allein erklären würde (Ten 

Doesschate et al., 2019). Darüber hinaus deuten Vorbefunde darauf hin, dass präthera-

peutische interhemisphärische Kohärenz mit dem späteren EKT Ansprechen assoziiert 

sein kann (Roemer et al., 1990). In Anlehnung an Grözinger und Kollegen wird eine Syn-

chronizität von mindestens 90 % als suffizient gewertet (Grözinger et al., 2013). 

Die COH wurde als höchste mittlere Kohärenz innerhalb eines etwa 10 Sekunden langen 

iktalen Intervalls bestimmt. Hierzu wurden gleitende Fenster aus acht konsekutiven iktalen 

Segmenten betrachtet. Für jedes dieser Fenster wurde der Mittelwert der Kohärenzwerte 

der einzelnen Segmente berechnet und der höchste dieser Werte als maximale interhe-

misphärische Kohärenz definiert. 

𝐶𝑂𝐻 (%) = 𝑚𝑎𝑥𝑆𝑂𝑆 ≤ 𝑘 < (𝑆𝑇𝑆−8) (
1

8
 ∑  𝐶𝑘+𝑖

7
𝑖=0 )   

  mit  𝑆𝑂𝑆 <  (𝑆𝑇𝑆 − 7) 

wobei 𝑆𝑂𝑆 bezeichnet das Segment zum Zeitpunkt des Anfallsbe-

ginns, 𝑆𝑇𝑆 das Segment zum Zeitpunkt des Anfallsendes, 𝑘 
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den Startindex eines Fensters aus acht aufeinanderfolgenden 

iktalen Segmenten, und 𝐶𝑘+𝑖 die Kohärenz im (𝑘 + 𝑖)-ten ikta-

len Segment. Die Kohärenz 𝐶 wurde aus der quadrierten 

Kreuzspektraldichte | 𝑃𝑙𝑖𝑛𝑘𝑠−𝑟𝑒𝑐ℎ𝑡𝑠|2 der beiden hemisphäri-

schen Signale und den entsprechenden Leistungsdichtespek-

tren 𝑃𝑙𝑖𝑛𝑘𝑠 und 𝑃𝑟𝑒𝑐ℎ𝑡𝑠 der linken und rechten Ableitung berech-

net nach:   𝐶 =
|𝑃𝑙𝑖𝑛𝑘𝑠−𝑟𝑒𝑐ℎ𝑡𝑠|2

𝑃𝑙𝑖𝑛𝑘𝑠×𝑃𝑟𝑒𝑐ℎ𝑡𝑠
 

  

1.2.6.9 Statistische Analyse 

Die statistische Analyse gliederte sich in eine Voraussetzungsprüfung auf Verteilungsform 

und Homoskedastizität sowie anschließende inferenzstatistische und reliabilitätsbezo-

gene Auswertungen. 

Die Normalverteilung der Daten wurde mithilfe des Shapiro-Wilk-Tests überprüft (Shapiro 

und Wilk, 1965). Fiel der Test signifikant aus und zeigte damit eine Abweichung von der 

Normalverteilung, wurden nichtparametrische Verfahren verwendet. Ergänzend wurde die 

Homoskedastizität mit dem Levene-Test geprüft, um die Gleichheit der Gruppenvarianzen 

abzusichern (Levene, 1960). Da viele parametrische Verfahren Varianzhomogenität vo-

raussetzen, diente das Ergebnis als Grundlage für die Wahl zwischen parametrischen 

und varianzunabhängigen nichtparametrischen Methoden. Für beide Tests galt α < 0,01 

als Signifikanzniveau. 

Zur Bestimmung des Zusammenhangs zwischen berechneten Anfallsqualitätsindizes, Ex-

pertenbewertungen (Anfallsdauer und PSI) und gerätegenerierten Werten wurde der Spe-

arman-Rangkorrelationskoeffizient berechnet (Spearman, 1904). Dieser Korrelationsko-

effizient eignet sich insbesondere für nicht-normalverteilte oder ordinal skalierte Daten, da 

er anstelle linearer Zusammenhänge die monotone Beziehung zwischen zwei Variablen 

beschreibt. Ein Spearman-Koeffizient nahe +1 zeigt eine starke positive Korrelation zwi-

schen den Variablen. Wert nahe -1 sprechen für einen inversen Zusammenhang, während 

Werte nahe 0 auf eine fehlende Rangkorrelation hindeuten. Zur Untersuchung von Grup-

penunterschieden wurde zusätzlich der Mann-Whitney-U-Test (MWU), auch bekannt als 
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Wilcoxon-Rangsummentest, angewandt (Mann und Whitney, 1947). Es handelt sich dabei 

um ein nicht-parametrisches Verfahren, das Unterschiede zwischen zwei unabhängigen 

Gruppen auf Basis der Rangverteilung testet. Da der Test keine Normalverteilung voraus-

setzt, eignet er sich besonders für Vergleiche zwischen den berechneten Parametern und 

den Referenzwerten des Stimulationsgeräts sowie für Subgruppenanalysen innerhalb der 

Stichprobe. Für beide Tests wurde eine statistische Signifikanz von α < 0,01 als Schwel-

lenwert definiert. 

Um die Übereinstimmung zwischen den berechneten Anfallsqualitätsindizes, den Exper-

tenbewertungen und den gerätebasierten Messungen zu quantifizieren, wurde der Intra-

klassen-Korrelationskoeffizient (engl. Intraclass Correlation Coefficient; ICC) anhand der 

Pingouin Toolbox (Vallat, 2018) bestimmt. Der ICC bewertet die Konsistenz von Mess-

werten, indem er die Varianz zwischen und innerhalb den Messmethoden ins Verhältnis 

setzt. Werte nahe +1 weisen auf eine exzellente Übereinstimmung hin, während Werte 

unter 0,5 auf eine geringe Reliabilität hindeuten. Fehlende Werte wurden mittels paarwei-

sen Ausschlusses behandelt, um die Vergleichbarkeit der Analysen zu maximieren. Die 

Schätzung erfolgte anhand eines zweifaktoriellen Mischmodells, welches sowohl syste-

matische Unterschiede zwischen den Beurteilern als auch zufällige Messfehler berück-

sichtigt. Zur Bewertung der individuellen Übereinstimmung einzelner Messverfahren 

wurde der ICC₃ berechnet, während der ICC₃K zur Abschätzung der durchschnittlichen 

Übereinstimmung über mehrere Messmethoden hinweg eingesetzt wurde (Liljequist et al., 

2019; McGraw und Wong, 1996; Shrout und Fleiss, 1979). Zur statistischen Absicherung 

wurde die Signifikanz mittels eines F-Tests überprüft, wobei ein Signifikanzniveau von α 

< 0,01 festgelegt wurde. 

 

1.3 Ergebnisse  

1.3.1 Datensatz und klinische Charakteristika 

Einen Überblick über die demographischen und allgemeinen klinischen Daten der Studie 

gibt Tabelle 1. Der analysierte Datensatz umfasste insgesamt 1634 Elektrokonvulsions-

therapie EKT-Behandlungen, die an 116 Patienten durchgeführt wurden. Von diesen wa-

ren 75 weiblich (64,7 %) und 41 männlich (35,3 %). Das Durchschnittsalter der Patienten 
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lag bei 59 Jahren (Spannweite: 19 bis 90 Jahre). Die Anzahl der durchgeführten Behand-

lungen pro Patienten variierte, wobei mindestens 5 und maximal 29 Sitzungen dokumen-

tiert wurden. Die mittlere Anzahl an EKT-Sitzungen pro Patienten betrug 14 ± 6. Von den 

insgesamt 116 Patienten erfüllten 83 Patienten (71,6 %) die vordefinierten Kriterien für 

ein Therapieansprechen (Responder), während 33 Patienten (28,4 %) als Nicht-Respon-

der eingestuft wurden. In Bezug auf die diagnostische Verteilung wies die Mehrheit der 

Patienten eine rezidivierende depressive Störung, aktuelle Episode schwer ohne psycho-

tische Symptome (ICD-10: F33.2; n = 67; 57,8 %), auf. Weitere häufige Diagnosen waren 

eine rezidivierende depressive Störung mit psychotischen Symptomen (F33.3; n = 14; 

12,1 %) sowie eine mittelgradige depressive Episode (F32.2; n = 12; 10,3 %). Eine 

schwere depressive Episode mit psychotischen Symptomen (F32.3) lag bei 8 Patienten 

(6,9 %) vor; bei weiteren 8 Patienten (6,9 %) wurde eine bipolare affektive Störung mit 

gegenwärtiger depressiver Episode (F31.4) diagnostiziert. Seltener traten andere affek-

tive Störungen auf (F31.8, F33.1, F33.4; jeweils ≤ 5 Patienten). Eine unilateral rechte Sti-

mulation wurde mit 70 Fällen (60,3 %) am häufigsten verwendet, gefolgt von einer bifron-

talen Platzierung, die bei 30 Patienten (25,9 %) zum Einsatz kam. Eine bitemporale Elekt-

rodenanordnung wurde bei 10 Patienten (8,6 %) angewendet, während eine unilateral 

linke Stimulation nur bei 5 Patienten (4,3 %) erfolgte. Eine links-anterior-rechts-temporale 

Elektrodenanordnung wurde lediglich bei einem Patienten (0,9 %) dokumentiert. Die wäh-

rend der Behandlung verabreichte elektrische Ladung zeigte eine große Spannweite zwi-

schen 25 mC und 1008 mC mit einem Mittelwert von 370 ± 215 mC. Bei Patienten, die 

ein Therapieansprechen zeigten, lag die mittlere Stimulationsladung bei 360 ± 210 mC, 

während sie bei den Nicht-Respondern mit 396 ± 226 mC etwas höher war. Die Stimula-

tionsenergie betrug im Durchschnitt 73 ± 42 % der maximalen Geräteeinstellung, mit einer 

dokumentierten Bandbreite von 5 % bis 200 %. Die Stimulationsdauer variierte zwischen 

3 und 8 Sekunden, mit einem Mittelwert von 7 ± 1 Sekunden. Die analysierten EEG-Auf-

zeichnungen zeigten eine variable Länge, abhängig von der individuellen Anfallsdauer. 

Die kürzeste Aufzeichnung betrug 5,12 Sekunden (4 Segmente), die längste 115,2 Se-

kunden (90 Segmente). Die durchschnittliche Dauer lag bei 40,52 Sekunden (31,7 Seg-

mente), der Median bei 37,12 Sekunden (29 Segmente). Acht EEG-Aufzeichnungen mit 

einer Gesamtdauer von über 120 Sekunden wurden ausgeschlossen (siehe Abschnitt 

1.2.4). 
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Tab. 1: Klinische Charakteristika und Behandlungsparameter der Studienkohorte 
(modifiziert nach Kayser et al., 2025). 

 

 Summe 
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Einheit 

K
li

n
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c
h

e
 C

h
a
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k
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s
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k
a
 

 Patienten 116 83 33   𝑛  

 Geschlecht 
Männlich 75 57 18   𝑛  

Weiblich 41 26 15   𝑛  

 Alter 59 (16) 61 (16) 55 (16) 19 90 Mittelwert (𝑆𝐷) 

 Gewicht 75 (20) 73 (20) 80 (18) 44 176 Mittelwert (𝑆𝐷), kg 

D
ia

g
n

o
s
e
 

Bipolare Störung, 
derzeit depressive 
Episode 

F31.4 8 8 0   𝑛  

F31.8 1 1 0   𝑛  

Schwere depressive 
Störung 

F32.2 12 7 5   𝑛  

F32.3 8 8 0   𝑛  

F33.1 5 4 1   𝑛  

F33.2 67 42 25   𝑛  

F33.3 14 13 1   𝑛  

F33.4 1 1 0   𝑛  

B
e
h

a
n

d
lu

n
g

s
p

a
ra

m
e

te
r 

 Anzahl an EKT-Sitzungen 14 (6) 15 (5) 13 (7)  5 29 Mittelwert (𝑆𝐷), 𝑛  

 Stimulationsenergie 73 (42) 71 (41) 78 (44) 5 200 Mittelwert (𝑆𝐷), % 

 Stimulus-Dauer 7 (1) 7 (1) 7 (1) 3 8 Mittelwert (𝑆𝐷), s 

 Abgegebene Ladung 370 (215) 360 (210) 396 (226) 25 1022 Mittelwert (𝑆𝐷), mC 

E
le

k
tr

o
d

e
n

- 

P
o

s
it
io

n
 

Bifrontal 30 25 5   𝑛  

Bitemporal 10 5 5   𝑛  

Links anterior rechts temporal 5 4 1   𝑛  

Unilateral links 1 1 0   𝑛  

Unilateral rechts 70 48 22   𝑛  

 

1.3.2 Segmentbasierte Anfallserkennung 

Bei der Segmentierung der EEG-Daten wurden insgesamt 51.722 Segmente erzeugt. Da-

von wurden 12.198 Segmente (23,6 %) wegen fehlender Labels und 1.157 Segmente (2,2 

%) aufgrund zeitlicher Überlappung mit der Stimulationsphase ausgeschlossen. Die ver-

bleibenden 38.367 Segmente entfielen auf 28.622 (74,6 %) iktale und 9.745 (25,4 %) 

nicht-iktale Segmente. Nach der Unterabtastung, bei der 18.877 Segmente aus der Mehr-

heitsklasse entfernt wurden, umfassten beide Klassen („iktal“ und „nicht-iktal“) jeweils 
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9.745 Instanzen. Das resultierende Datenset mit insgesamt 19.490 EEG-Segmenten 

wurde anschließend in Trainings- (𝑛𝑡𝑟𝑎𝑖𝑛= 15.592) und Testsatz (𝑛𝑡𝑒𝑠𝑡= 3.898) aufgeteilt. 

 

1.3.2.1 Merkmalsanalyse 

Die analysierten Merkmale wiesen eine ausgeprägte Variabilität auf (siehe Tabelle S3 im 

Supplement; Kayser et al., 2025). Die absolute Energie reichte von 1,00 µV² bis 4,70 × 

10⁷ µV² (Mittelwert: 1,18 × 10⁶ µV², Standardabweichung: 2,12 × 10⁶ µV²), während die 

Fläche unter der Grenzwertoptimierungs-Kurve (ROC AUC) Werte zwischen 0,08 und 

516,00 µV·s aufwies (Mittelwert: 51,70 µV·s, Standardabweichung: 49,20 µV·s). Die fre-

quenzbezogenen Merkmale zeigten ebenfalls eine breite Streuung. Die fundamentale 

Frequenz variierte zwischen 0,00 und 50,40 Hz (Mittelwert: 2,12 Hz, Standardabwei-

chung: 1,15 Hz), während die Medianfrequenz Werte von 0,00 bis 49,60 Hz erreichte 

(Mittelwert: 8,01 Hz, Standardabweichung: 3,80 Hz). Die maximale Frequenz reichte von 

0,00 bis 95,30 Hz (Mittelwert: 51,00 Hz, Standardabweichung: 15,80 Hz). Die statistischen 

Signalmerkmale umfassten unter anderem die Kurtosis, die zwischen -3,00 und 251,00 

schwankte (Mittelwert: 0,12, Standardabweichung: 2,50). Die mittlere absolute Differenz 

lag zwischen 0,00 und 127,00 µV (Mittelwert: 7,85 µV, Standardabweichung: 8,56 µV), 

während der Mittelwert der Signalamplitude Werte zwischen -140,00 µV und 144,00 µV 

erreichte (Mittelwert: 0,42 µV, Standardabweichung: 6,78 µV). Die spektralen Merkmale 

umfassten die Leistungsbandbreite, die zwischen 0,00 und 66,40 Hz lag (Mittelwert: 13,70 

Hz, Standardabweichung: 7,65 Hz). Die Null-Durchgangsrate reichte von 0,00 bis 70,00 

Hz (Mittelwert: 15,70 Hz, Standardabweichung: 8,69 Hz). Zusätzliche Merkmale zur Be-

schreibung der Signalstruktur waren die negativen Umkehrpunkte, die Werte zwischen 0 

und 52 aufwiesen (Mittelwert: 20,00, Standardabweichung: 6,20), sowie die Nachbar-

schaftspeaks, die zwischen 0 und 18 variierten (Mittelwert: 6,42, Standardabweichung: 

2,16). 

Von den ursprünglich 34 extrahierten Merkmalen wurden 17 für die weitere Analyse bei-

behalten. Dazu zählten die absolute Energie, die Fläche unter der Kurve, die Fundamen-

talfrequenz, die Wölbung, die maximale Amplitude, die maximale Frequenz, der Mittel-
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wert, die mittlere absolute Differenz zwischen benachbarten Werten, der Median, der me-

dianer Wert der Differenzen, die mediane Frequenz, das Minimum, die negativen Um-

kehrpunkte, die benachbarten Signalspitzen, die Leistungsbandbreite, die Schiefe sowie 

die Nulldurchgangsrate. Abbildung 3 zeigt eine farbkodierte Korrelationsmatrix dieser bei-

behaltenen Merkmale. Mithilfe einer Hauptkomponentenanalyse wurde die Anzahl der 

Hauptkomponenten im Anschluss auf sechs reduziert. 

 

 

Abb. 3: Farbkodierte Korrelationsmatrix der extrahierten Merkmale nach der Merk-
malsselektion. Dargestellt sind die paarweisen Korrelationskoeffizienten nach Pearson 
zwischen den für die segmentbasierte Anfallserkennung ausgewählten Merkmalen. Die 
Farbskala kodiert Richtung und Stärke der Korrelation. 
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1.3.2.2 Hyperparameteroptimierung 

Insgesamt wurden über alle Klassifikatoren hinweg 6.705 Iterationen durchgeführt. Dar-

aus ergaben sich für jeden Klassifikations-Algorithmus spezifische Hyperparameter Kon-

figurationen, mit der die jeweils höchste Klassifikationsleistung erreicht wurde (siehe Ta-

belle 2): 

- Bei den Entscheidungsbäumen erwiesen sich eine maximale Tiefe von 10, das Ent-

ropie-Kriterium, eine Quadratwurzel-basierte Auswahl der Merkmale sowie jeweils 

acht erforderliche Beobachtungen pro Blatt und pro Split in Verbindung mit einer aus-

geglichenen Klassengewichtung als optimal.  

- Für Random Forests zeigten sich 75 Bäume, eine maximale Tiefe von 15, eine log2-

transformierte Merkmalsauswahl, drei Beobachtungen pro Blatt und vier pro Split als 

beste Einstellung, ebenfalls mit ausgeglichener Klassengewichtung.  

- Support Vector Machines erzielten die höchste Güte mit einem Kernel mit radialer 

Basisfunktion, einem Regularisierungsparameter 𝐶 = 10, einem skalierten Gamma 

und einer ausgeglichener Klassengewichtung.  

- Bei den k-Nearest-Neighbors-Modellen erwies sich eine Konfiguration mit sieben 

Nachbarn, Ball-Tree-Algorithmus, euklidischer Distanzmetrik und uniformer Gewich-

tung als optimal.  

- Gradient Boosting zeigte die beste Leistung mit 125 Bäumen, einer maximalen Tiefe 

von fünf, einer Lernrate von 0,1 sowie der exponentiellen Verlustfunktion.  
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Tab. 2: Getestete Hyperparameter-Suchräume und optimale Parameterkombinatio-
nen der verwendeten Klassifikationsalgorithmen. 

Algorithmus Hyperparameter Getestete Werte Optimaler Wert 

DT 

Aufteilungskriterium Gini-Index; Entropie Entropie 

Maximale Tiefe Unbegrenzt; 5; 10; 15 10 

Maximale Anzahl an Einga-

bemerkmalen 

Quadratwurzel der Merkmalan-

zahl; Logarithmus zur Basis 2 

der Merkmalanzahl 

Quadratwurzel der Merk-

malanzahl  

Minimale Stichprobengröße 

pro Blattknoten 

5; 6; 7; 8 8 

Minimale Stichprobengröße 

für einen Split 

6; 7; 8; 9 8 

Klassengewichtung Ausgeglichen Ausgeglichen 

RF 

Anzahl Bäume 75; 100; 125; 150 75 

Aufteilungskriterium Gini-Index; Entropie Entropie 

Maximale Tiefe Unbegrenzt; 5; 10; 15 15 

Maximale Anzahl an Einga-

bemerkmalen 

Quadratwurzel der Merkmalan-

zahl; Logarithmus zur Basis 2 

der Merkmalanzahl 

Logarithmus zur Basis 2 der 

Merkmalanzahl 

Minimale Stichprobengröße 

pro Blattknoten 

1; 2; 3 3 

Minimale Stichprobengröße 

für einen Split 

2; 4; 6; 8 4 

Klassen-Gewichtung Ausgeglichen Ausgeglichen 

SVC 

Regularisierungsparameter 𝐶 0,1; 1; 10 10 

Kernel-Funktion Linear; Polynomial; Radial Ba-

sis Funktion 

Radial Basis Funktion  

Gamma-Parameter Kehrwert der Merkmalanzahl; 

Kehrwert von Merkmalanzahl × 

Gesamtvarianz des Trainings-

Datensatzes; 0,001; 0,003; 

0,005 

Kehrwert von Merkmal-An-

zahl × Gesamtvarianz des 

Trainingsdatensatzes 

Klassen-Gewichtung Ausgeglichen Ausgeglichen 

KNN 

Anzahl der Nachbarn 4; 5; 6; 7; 8; 9 7 

Algorithmus K-Dimensionaler Baum; Ball-

Tree 

Ball-Tree 

Distanzmaß Euklidisch; Manhattan; 

Chebyshev 

Euklidisch 

Stimmgewichtung Einheitlich; Distanzbasiert Einheitlich 

GBC 

Anzahl der Boosting-Stufen 50; 75; 100; 125; 150 125 

Maximale Tiefe der Bäume 3; 4; 5; 6; 7 5 

Lernrate 0,01; 0,1; 0,2; 0,3 0,1 

Verlustfunktion Exponentiell; Logistisch Exponentiell 
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1.3.2.3 Modellvergleichsanalyse 

Die Klassifikationsleistung der fünf hyperparametrisch optimierten Klassifikatoren ist in 

Tabelle 3 sowie Abbildung 4 und 5 dargestellt. RF, SVC und GBC erreichten jeweils 89 

% Genauigkeit, Präzision, Recall und F1-Score, wobei RF mit einer ROC-AUC von 96 % 

und einem MCC von 0,80 die höchsten Werte aufwies. KNN erzielte in allen Metriken 88 

% mit einem MCC von 0,77, während DT mit einer Genauigkeit von 86 %, einer ROC-

AUC von 86 % und einem MCC von 0,72 die niedrigste Klassifikationsleistung zeigte. 

 

Tab. 3: Klassifikationsgüte der trainierten Modelle für die segmentbasierte An-
fallserkennung im unabhängigen Testdatensatz (modifiziert nach Kayser et al., 
2025). Übersicht der Leistungsmetriken der fünf hyperparametrisch optimierten Klassifi-
katoren DT, RF, SVC, KNN und GBC. Dargestellt sind die Werte der Konfusionsmatrix 
(TP, TN, FP, FN) sowie die daraus berechneten Klassifikationsmetriken Accuracy, MCC, 
ROC AUC, F1-Score, Precision und Sensitivität (Recall). Die Werte beziehen sich auf die 
jeweilige Testmenge der segmentbasierten binären Anfallsklassifikation („iktal“ vs. „nicht-
iktal“). 

 

   Algorithmus 

  DT RF SVC KNN GBC 

Konfusionsmatrix 

TP 1672 1713 1700 1708 1712 

TN 1694 1767 1795 1755 1775 

FP 299 226 198 238 218 

FN 233 192 205 197 193 

M
e

tr
ik

 

Accuracy 0,86 0,89 0,90 0,89 0,89 

MCC 0,73 0,79 0,79 0,78 0,79 

ROC AUC 0,86 0,89 0,90 0,89 0,89 

F1-Score 

iktal 0,86 0,89 0,90 0,89 0,90 

nicht-iktal 0,86 0,89 0,89 0,89 0,89 

Mittelwert 0,86 0,89 0,90 0,89 0,89 

Precision 

iktal 0,88 0,90 0,90 0,90 0,90 

nicht-iktal 0,85 0,88 0,90 0,88 0,89 

Mittelwert 0,86 0,89 0,90 0,89 0,89 

Sensitivität 

iktal 0,85 0,89 0,90 0,88 0,89 

nicht-iktal 0,88 0,90 0,89 0,90 0,90 

Mittelwert 0,86 0,89 0,90 0,89 0,89 

Stützmenge 
iktal 1993 1993 1993 1993 1993 

nicht-iktal 1905 1905 1905 1905 1905 
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Abb. 4: Grafische Darstellung der Klassifikationsgüte der trainierten Modelle im un-
abhängigen Testdatensatz (modifiziert nach Kayser et al., 2025). Dargestellt sind die 
Metriken Accuracy, MCC, ROC AUC, F1, Precision und Sensitivität für die Modelle DT, 
RF, SVC, KNN und GBC. 

 

 

 

Abb. 5: ROC Kurven der trainierten Modelle im unabhängigen Testdatensatz (modi-
fiziert nach Kayser et al., 2025). Dargestellt sind die Verläufe von TPR über FPR sowie 
die zugehörigen AUC-Werte für die Modelle DT, RF, SVC, KNN und GBC. 

 

Die Unterschiede zwischen den Modellen in der Klassifikation von „iktalen“ und „nicht-

iktalen“ Segmenten waren gering. Die höchsten Abweichungen in Präzision, Recall und 
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F1-Score zwischen den beiden Klassen betrugen 1 % für RF, SVC und GBC, 2 % für KNN 

und 3 % für DT. Die statistische Analyse der Gesamtklassifikationsleistung mittels 

Cochran-Q-Test ergab Q = 0,33, p = 0,85, womit keine signifikanten Unterschiede zwi-

schen den Modellen nachgewiesen werden konnten. In den paarweisen Vergleichen mit-

tels McNemar-Tests zeigte sich jedoch eine signifikant schlechtere Leistung von DT ge-

genüber allen anderen Modellen (χ² = 26,41 bis 46,68, alle p ≤ 0,01). Zudem war KNN 

signifikant schlechter als SVC (χ² = 7,72, p ≤ 0,05), während alle anderen Modellverglei-

che keine signifikanten Unterschiede aufwiesen (p > 0,05). Die Ergebnisse der Modellver-

gleichsanalyse sind in Tabelle 4 zusammengefasst. Basierend auf diesen Ergebnissen 

wurde RF als Referenzmodell für die finale Klassifikationsaufgabe ausgewählt. 

 

Tab. 4: Ergebnisse der paarweisen McNemar Tests zum Vergleich der Klassifikati-
onsleistung der fünf trainierten Modelle (modifiziert nach Kayser et al., 2025). Dar-
gestellt sind x2 und p Werte der McNemar Tests für alle Modellpaare, wobei die Modell-
zeile das Referenzmodell und die Modellspalte das Vergleichsmodell bezeichnet. Diago-
nale Einträge bleiben leer, p Werte unter 0,01 gelten als statistisch signifikant. 

 

  Vergleichsmodell 

  DT RF SVC KNN GBC 

R
e
fe

re
n

z
m

o
d

e
ll

 

DT 
 x2=42,00 

p<0,01 

x2=46,68 

p<0,01 

x2=26,41 

p<0,01 

x2=42,99 

p<0,01 

RF 
x2=42,00 

p<0,01 

 x2=1,70 

p=0,19 

x2=1,70 

p=0,19 

x2=0,34 

p=0,56 

SVC 
x2=46,68 

p<0,01 

x2=1,70 

p=0,19  

x2=5,72 

p=0,02 

x2=0,50 

p=0,48 

KNN 
x2=26,41 

p<0,01 

x2=1,70 

p=0,19 

x2=5,72 

p=0,02 
 

x2=3,11 

p=0,08 

GBC 
x2=42,99 

p<0,01 

x2=0,34 

p=0,56 

x2=0,50 

p=0,48 

x2=3,11 

p=0,08  
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1.3.3 Analyse der Qualitätsparameter 

Insgesamt wurden 1.634 EEGs analysiert, und die Krampfqualitätsmetriken sowohl durch 

das Framework als auch durch das Stimulationsgerät berechnet (siehe Tabelle 5). Zu-

sätzlich wurden 305 EEGs von einem EKT-Experten hinsichtlich Krampfdauer und des 

PSI bewertet.  

- Die Berechnung der Krampfdauer zeigte eine sehr hohe Korrelation zwischen dem 

Framework und der Expertenbewertung (ϱ = 0,95, p < 0,01) sowie zwischen dem 

Framework und dem Stimulationsgerät (ϱ = 0,95, p < 0,01; siehe Abbildung 6 A bis 

D). Das Histogramm der Krampfdauern zeigte eine symmetrische Verteilung, wobei 

die Werte des Frameworks, des Stimulationsgeräts und der Expertenbewertung eng 

beieinanderlagen. Die mittleren Abweichungen betrugen 0,23 Sekunden zwischen 

Framework und Expertenbewertung (U = 36.543, p = 0,807) sowie 0,28 Sekunden 

zwischen Framework und Stimulationsgerät (U = 617.693, p = 0,798). 

 

- Die PSI-Werte des Frameworks korrelierten stark mit denen des Stimulationsgeräts 

(ϱ = 0,94, p < 0,01) und mit der Expertenbewertung (ϱ = 0,52, p < 0,01; siehe Abbil-

dung 7 A bis D). Die Histogramm-Daten zeigten eine größere Streuung zwischen 

Expertenbewertung und den automatisierten Methoden, mit einer mittleren Differenz 

von 14,94 % zwischen Framework und Expertenbewertung (U = 44.580, p < 0,01) 

sowie 15,72 % zwischen Stimulationsgerät und Expertenbewertung (U = 45.850, p < 

0,01). Das Framework und das Stimulationsgerät berechneten jeweils einen mittleren 

PSI-Wert von 71 % (U = 584.356, p = 0,76). 
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Tab. 5: Deskriptive Statistiken und Vergleich der Qualitätsparameter zwischen 
Framework, Stimulationsgerät und Expertenbewertung (modifiziert nach Kayser et 
al., 2025). Dargestellt sind für jede Teilmenge die Stichprobengröße 𝑛, die Anzahl fehlen-
der Werte ∑  𝑁𝐴 , der Mittelwert, die Standardabweichung 𝑆𝐷, der Standardfehler des Mit-

telwerts 𝑆𝐸𝑀, der Spearman Rangkorrelationskoeffizient und das Ergebnis des Mann-
Whitney-U Tests 𝑀𝑊𝑈. Krampfdauer und PSI werden jeweils paarweise zwischen 
Framework, Stimulationsgerät und Expertenbewertung verglichen. Die weiteren Qualitäts-
parameter ASEI, EIA, MIA, COH, MSP und TTPP werden zwischen Framework und Sti-
mulationsgerät gegenübergestellt. 

 

  Teilmenge 𝒏 ∑  𝑵𝑨   Mittelwert 𝑺𝑫 𝑺𝑬𝑴 Spearman MWU 

Q
u

a
li

tä
ts

p
a

ra
m

e
te

r 

K
ra

m
p

fd
a

u
e

r 
(𝒔

)  
Framework 

272 
246 34,44 

Δ=0,23 
15,59 0,95 ϱ=0,95 

p<0,01 

U=36543 

p=0,81 Expert 20 34,67 15,71 0,95 

 
Framework 

1108 
246  34,15 

Δ=0,28 
16,19 0,49  ϱ=0,95 

p<0,01 

U=617693 

p=0,80  Stimulationsgerät 475 33,87 16,21 0,49  

 
Stimulationsgerät 

254 
475  34,57 

Δ=0,52 
15,76 0,99  ϱ=0,95 

p<0,01 

U=31590 

p=0,69 Expert 20 35,09  15,79 0,99  

 PSI (%) 

 
Framework 

248 
262 69,29 

Δ=14,94 
22,61 1,44 ϱ=0,52 

p<0,01 

U=44580 

p<0,01 Expert 25 54,35 18,04 1,15 

 
Framework 

1077 
262 71,44 

Δ=0,15 
21,48 0,65 ϱ=0,94 

p<0,01 

U=584356 

p=0,76 Stimulationsgerät 524 71,28 21,08 0,64 

 
Stimulationsgerät 

252 
524 70,09 

Δ=15,72 
21,68 1,37 ϱ=0,54 

p<0,01 

U=45850 

p<0,01 Expert 25 54,37 17,97 1,13 

 ASEI 

(𝝁𝑽𝟐) 

Framework 
1354 

195 7940,30 
Δ=1756,98 

9177,77 249,42 ϱ=0,99 

p<0,01 

U=1037207 

p<0,01 Stimulationsgerät 209 6183,33 7487,66 203,49 

 EIA (𝝁𝑽) 
Framework 

1414 
219 68,79 

Δ=28,09 
32,14 0,85 ϱ=0,91 

p<0,01 

U=749082 

p<0,01 Stimulationsgerät 74 96,88 61,68 1,64 

 MIA (𝝁𝑽) 
Framework 

1304 
253 66,82 

Δ=54,42 
39,31 1,09 ϱ=0,99 

p<0,01 

U=428448 

p<0,01 Stimulationsgerät 236 121,24 69,39 1,92 

 COH (%) 
Framework 

1298 
219 79,58 

Δ=8,09 
16,77 0,47 ϱ=0,86 

p<0,01 

U=545874 

p<0,01 Stimulationsgerät 242 87,67 13,67 0,38 

 MSP (
𝝁𝑽𝟐

𝑯𝒛
) 

Framework 
1294 

265 13302,21 
Δ=3383,23 

14690,34 408,38 ϱ=0,99 

p<0,01 

U=948803 

p<0,01 Stimulationsgerät 234 9918,98 10973,98 305,07 

 TTPP (𝒔) 
Framework 

1307 
219 15,41 

Δ=1,25 
8,56 0,24 ϱ=0,97 

p<0,01 

U=949914 

p<0,01 Stimulationsgerät 232 14,16 8,56 0,24 
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Abb. 6: Spearman Korrelationen und Verteilungen der Krampfdauer für Framework, 
Stimulationsgerät und Expertenbewertung (modifiziert nach Kayser et al., 2025). Die 
linken Teilpanels zeigen Streudiagramme der Krampfdauer (SE) mit Regressionsgeraden und 

Spearman Rangkorrelationskoeffizienten, die rechten Teilpanels die entsprechenden Histogramme 
der Verteilungen. In Panel A ist die Beziehung zwischen Framework und Stimulationsgerät (Thymat-

ron®) dargestellt, in Panel B die Beziehung zwischen Framework und Experte. Panel C zeigt die 

Beziehung zwischen dem Experten und dem Stimulationsgerät, Panel D die Verteilung für Frame-
work, Stimulationsgerät und Experte. 
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Abb. 7: Spearman Korrelationen und Verteilungen des PSI für Framework, Stimula-
tionsgerät und Expertenbewertung (modifiziert nach Kayser et al., 2025). Die linken 
Teilpanels zeigen Streudiagramme des PSI mit Regressionsgeraden und Spearman 
Rangkorrelationskoeffizienten, die rechten Teilpanels die entsprechenden Histogramme 
der Verteilungen. In Panel A ist die Beziehung zwischen Framework und Stimulationsgerät 

(Thymatron®) dargestellt, in Panel B die Beziehung zwischen Framework und Experte. Panel C zeigt 

die Beziehung zwischen Experten und Stimulationsgerät, Panel D die Verteilung für Framework, Sti-
mulationsgerät und Experte. 
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- Die Berechnung des ASEI zeigte eine sehr hohe Korrelation zwischen dem Frame-

work und dem Stimulationsgerät (ϱ = 0,99, p < 0,01; siehe Abbildung 8). Das Histo-

gramm zeigte eine leicht rechts-schiefe Verteilung mit einer mittleren Differenz von 

1756,98 μV², die signifikant war (p < 0,05). 

 

 

Abb. 8: Spearman Korrelation und Verteilung von ASEI (modifiziert nach Kay-
ser et al., 2025). Spearman Korrelation von ASEI zwischen Framework und Stimula-

tionsgerät (Thymatron®) links als Streudiagramm mit Regressionsgerade und Rangkorrelati-

onskoeffizient ρ, rechts die Histogramme der Verteilungen für Framework und Stimulationsge-
rät. 

 

- Die Korrelation der EIA-Werte zwischen Framework und Stimulationsgerät betrug ϱ 

= 0,91, p < 0,01 (siehe Abbildung 9). Die Histogramm-Daten wiesen eine größere 

Streuung im unteren Amplitudenbereich auf, mit einer mittleren Differenz von 28,09 

μV, die signifikant war (p < 0,05). 
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Abb. 9: Spearman Korrelation und Verteilung von EIA (modifiziert nach Kayser 
et al., 2025). Spearman Korrelation von EIA zwischen Framework und Stimulations-

gerät (Thymatron®) links als Streudiagramm mit Regressionsgerade und Rangkorrelationsko-

effizient ρ, rechts die Histogramme der Verteilungen für Framework und Stimulationsgerät. 

 

- Die Berechnung der MIA ergab eine sehr hohe Korrelation zwischen Framework und 

Stimulationsgerät (ϱ = 0,99, p < 0,01; siehe Abbildung 10). Das Histogramm zeigte 

eine breite Werteverteilung, wobei das Framework im Mittel leicht höhere Spitzen-

werte berechnete. Die mittlere Differenz betrug 54,42 μV und war signifikant (p < 

0,05). 

 

 

Abb. 10: Spearman Korrelation und Verteilung von MIA (modifiziert nach Kay-
ser et al., 2025). Spearman Korrelation von MIA zwischen Framework und Stimulati-

onsgerät (Thymatron®) links als Streudiagramm mit Regressionsgerade und Rangkorrelations-

koeffizient ρ, rechts die Histogramme der Verteilungen für Framework und Stimulationsgerät. 
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- Die COH-Werte korrelierten mit ϱ = 0,86 (p < 0,01) zwischen den beiden Methoden 

(siehe Abbildung 11). Die Histogramm-Daten zeigten eine größere Varianz in der 

Kohärenzberechnung, mit einer mittleren Differenz von 8,09 %, die signifikant war (p 

< 0,05). 

 

Abb. 11: Spearman Korrelation und Verteilung von COH (modifiziert nach Kay-
ser et al., 2025). Spearman Korrelation von COH zwischen Framework und Stimula-

tionsgerät (Thymatron®) links als Streudiagramm mit Regressionsgerade und Rangkorrelati-

onskoeffizient ρ, rechts die Histogramme der Verteilungen für Framework und Stimulationsge-
rät. 

 

- Die MSP-Werte zeigten eine sehr hohe Korrelation zwischen den Methoden (ϱ = 

0,99, p < 0,01; siehe Abbildung 12). Die Histogramm-Daten wiesen auf eine leicht 

links-schiefe Verteilung hin, mit einer mittleren Differenz von 3383,23 μV²/Hz, die sig-

nifikant war (p < 0,05). 

 

 

Abb. 12: Spearman Korrelation und Verteilung von MSP (modifiziert nach Kay-
ser et al., 2025). Spearman Korrelation von MSP zwischen Framework und Stimulationsge-

rät (Thymatron®) links als Streudiagramm mit Regressionsgerade und Rangkorrelationskoef-

fizient ρ, rechts die Histogramme der Verteilungen für Framework und Stimulationsgerät. 
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- Für die TTPP wurde eine starke Korrelation zwischen Framework und Stimulations-

gerät gemessen (ϱ = 0,97, p < 0,01; siehe Abbildung 13). Die Histogramm-Daten 

zeigten eine leicht breitere Verteilung für das Framework im Vergleich zum Stimula-

tionsgerät, wobei die mittlere Differenz 1.25 Sekunden betrug (p < 0,05). 

 

 

Abb. 13: Spearman Korrelation und Verteilung von TTPP (modifiziert nach Kay-
ser et al., 2025). Spearman Korrelation von TTPP zwischen Framework und Stimu-

lationsgerät (Thymatron®) links als Streudiagramm mit Regressionsgerade und Rangkorrelati-

onskoeffizient ρ, rechts die Histogramme der Verteilungen für Framework und Stimulationsge-
rät. 

 

Der Levene-Test zeigte signifikante Varianzunterschiede für PSI zwischen den Messun-

gen des Frameworks und der Experten sowie zwischen dem Stimulationsgerät und der 

Expertenbewertung. Zudem wurden signifikante Varianzunterschiede zwischen Frame-

work und Stimulationsgerät für ASEI, EIA, MIA, COH und MSP festgestellt (alle p < 0,01). 

Der Shapiro-Test ergab, dass keine der berechneten und beobachteten Krampfqualitäts-

metriken einer Normalverteilung folgte (alle p < 0,01). 
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Tab. 6: Intraklassenkorrelationskoeffizienten der Qualitätsparameter (modifiziert 

nach Kayser et al., 2025). Angegeben sind der Intraklassenkorrelationskoeffizient ICC 

der Typen ICC3 und ICC3K mit 95 %-Konfidenzintervall sowie die Ergebnisse des zuge-
hörigen F-Tests mit Freiheitsgraden df1 und df2 und den jeweiligen p-Werten. 

 

     F-test 

  Typ ICC 95 % CI 𝑭 df1 df2 p-Wert 

Q
u

a
li

tä
ts

p
a

ra
m

e
te

r 

  

Krampfdauer (𝒔) 
ICC3 0,97 0,96 - 0,97 87,58 244 488 p<0,01 

ICC3K 0,99 0,99 - 0,99 87,58 244 488 p<0,01 

PSI (%) 
ICC3 0,58 0,51 - 0,64 5,16 250 500 p<0,01 

ICC3K 0,81 0,76 - 0,84 5,16 250 500 p<0,01 

ASEI (𝝁𝑽𝟐) 
ICC3 0,96 0,95 - 0,96 47,08 1361 1361 p<0,01 

ICC3K 0,98 0,98 - 0,98 47,08 1361 1361 p<0,01 

EIA (𝝁𝑽) 
ICC3 0,78 0,76 - 0,80 8,03 1421 1421 p<0,01 

ICC3K 0,88 0,86 - 0,89 8,03 1421 1421 p<0,01 

MIA (𝝁𝑽) 
ICC3 0,85 0,84 - 0,87 12,44 1309 1309 p<0,01 

ICC3K 0,92 0,91 - 0,93 12,44 1309 1309 p<0,01 

COH (%) 
ICC3 0,77 0,75 - 0,79 7,76 1303 1303 p<0,01 

ICC3K 0,87 0,86 - 0,88 7,76 1303 1303 p<0,01 

MSP (
𝝁𝑽𝟐

𝑯𝒛
) 

ICC3 0,96 0,95 - 0,96 46,56 1299 1299 p<0,01 

ICC3K 0,98 0,98 - 0,98 46,56 1299 1299 p<0,01 

TTPP (𝒔) 
ICC3 0,88 0,87 - 0,89 15,98 1312 1312 p<0,01 

ICC3K 0,94 0,93 - 0,94 15,98 1312 1312 p<0,01 

 
 

Die in Tabelle 6 dargestellte Analyse der Intraklassen-Korrelationskoeffizienten zeigte 

eine exzellente Übereinstimmung der Krampfdauer zwischen Framework, Stimulations-

gerät und Experten mit einem ICC₃ von 0,97 (95 % CI: 0,96–0,97) und einem ICC₃K von 

0,99 (95 % CI: 0,99–0,99). Für den PSI wurde eine moderate Übereinstimmung zwischen 

den individuellen Bewertern beobachtet mit einem ICC₃ von 0,58 (95 % CI: 0,51–0,64), 

während gemittelte Bewertungen eine gute Reliabilität mit einem ICC₃K von 0,81 (95 % 

CI: 0,76–0,84) zeigten. Die Übereinstimmung zwischen Framework und Stimulationsgerät 

war für alle weiteren Qualitätsparameter hoch, mit ICC₃-Werten zwischen 0,77 und 0,96. 

Die niedrigste Übereinstimmung wurde für COH mit einem ICC₃ von 0,77 (95 % CI: 0,75–

0,79) gemessen, während die höchste Übereinstimmung für MSP mit einem ICC₃ von 

0,96 (95 % CI: 0,95–0,96) bestand. Durchschnittliche Bewertungen verbesserten die Re-

liabilität weiter, mit ICC₃K-Werten zwischen 0,87 und 0,98. Besonders hohe ICC₃K-Werte 

wurden für MSP und ASEI mit jeweils 0,98 (95 % CI: 0,98–0,98) sowie für TTPP mit 0,94 
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(95 % CI: 0,93–0,94) festgestellt. EIA und MIA zeigten ebenfalls eine hohe Übereinstim-

mung mit ICC₃K-Werten von 0,88 (95 % CI: 0,86–0,89) bzw. 0,92 (95 % CI: 0,91–0,93). 

 

1.4 Diskussion 

Im Folgenden werden die Ergebnisse im Lichte der eingangs formulierten Forschungsfra-

gen eingeordnet, ihre methodischen und klinischen Implikationen diskutiert und zentrale 

Limitationen herausgearbeitet. 

 

1.4.1 Zentrale Befunde 

Die Ergebnisse dieser Arbeit zeigen, dass EKT induzierte Krampfanfälle mithilfe einer 

segmentbasierten Auswertung zweikanaliger EEG-Signale zuverlässig als iktale gegen-

über nicht-iktalen Abschnitten klassifiziert und auf dieser Grundlage ein einheitlich defi-

nierter Anfallsendpunkt bestimmt werden können. Darauf aufbauend lassen sich etab-

lierte Qualitätsparameter, insbesondere Krampfdauer sowie energie- und amplitudenba-

sierte Indizes, konsistent berechnen und verlaufsbezogen auswerten. Die Kombination 

aus standardisierter Datenerfassung, regelgeleiteter Signalverarbeitung und hyperpara-

metrisch optimierter Klassifikation schafft damit einen reproduzierbaren Bezugsrahmen 

für die digitale Bewertung der Krampfqualität. 

 

1.4.2 Interpretation der Ergebnisse 

Die Befunde dieser Arbeit entstehen aus Routinedaten psychiatrischer Universitätsklini-

ken, aus einer strukturierten digitalen Erfassung der EKT und aus einer mehrstufigen Aus-

wertung der EEG-Signale. Das Zusammenspiel von Versorgungsrealität, standardisierter 

Dateninfrastruktur und methodisch kontrollierter Analysepipeline ist entscheidend für das 

Verständnis der Ergebnisse. Die folgenden Unterabschnitte betrachten zentrale Aspekte 

dieser Konstellation und ordnen ihre Bedeutung für die Bewertung und Weiterentwicklung 

der EKT ein. 
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1.4.2.1 Datensatz und klinische Charakteristika 

Die Befunde beruhen auf klinischen Routinedaten aus zwei deutschen universitären Be-

handlungszentren der Maximalversorgung. Beide Standorte verfügen über eine vergleich-

bare Infrastruktur und Prozessqualität. Es wurde dasselbe Stimulationssystem eingesetzt 

und die Datenerhebung erfolgte einheitlich digital mithilfe von GENET-GPD. Die Behand-

lungsserien wurden nach ähnlichen klinischen Standards durchgeführt. Unterschiede im 

Schwellenfindungsverfahren sind dokumentiert, bewegen sich jedoch innerhalb etablier-

ter Vorgehensweisen. Insgesamt liegt damit ein strukturell deckungsgleicher Datensatz 

vor, der einen gemeinsamen Bezugsrahmen für die Auswertung schafft und die Vergleich-

barkeit der Ergebnisse innerhalb des untersuchten Settings unterstützt. 

Die Kohorte umfasst erwachsene Patienten mit einem Schwerpunkt im mittleren Erwach-

senenalter. Jüngere sowie deutlich ältere Patienten sind weniger häufig vertreten, was die 

Übertragbarkeit der Ergebnisse auf sehr junge oder hochbetagte Gruppen einschränkt. 

Der Männeranteil ist leicht erhöht. Klinisch stehen unipolare depressive Episoden im Vor-

dergrund, während bipolare Verläufe zwar vorhanden, aber zahlenmäßig nachgeordnet 

sind. Die Fallzahl auf Patienten und Behandlungsebene ist für eine kliniknahe retrospek-

tive EKT-Studie angemessen und bildet sowohl interindividuelle Unterschiede als auch 

serielle Verläufe ab. Die Zahl der Behandlungen pro Serie sowie Stimulationsenergie und 

Stimulationsdauer bewegen sich überwiegend im üblichen klinischen Bereich. Vereinzelte 

Randkonstellationen verweisen auf die Heterogenität realer Behandlungsverläufe, ohne 

den Gesamteindruck einer typischen universitären EKT-Versorgung grundlegend zu ver-

ändern. Bei der Elektrodenplatzierung dominieren unilateral rechts und bifrontal, während 

bitemporale und links anterior rechts temporale Montagen selten sind und unilateral links 

eine Ausnahme darstellt. Die zunehmende Verbreitung dieser Standardmontagen unter-

stützt die Relevanz der Befunde für vergleichbare Versorgungssettings, lässt aber offen, 

in welchem Ausmaß sehr seltene Montagen und Sonderkonstellationen erfasst werden. 
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1.4.2.2 Implementierung und Reproduzierbarkeit 

Die Auswertung beruht auf einer vollständig skriptbasierten Implementierung in einer ein-

heitlichen Programmierumgebung. Für alle Schritte der Signalverarbeitung kamen etab-

lierte und frei verfügbare Softwarebibliotheken zum Einsatz, unter anderem für Vorverar-

beitung, Merkmalsextraktion und Klassifikation. Eine detaillierte Übersicht aller verwende-

ten Softwarebibliotheken einschließlich Version, Autor und Verwendungszweck findet sich 

in Supplement A der Originalpublikation (Kayser et al., 2025). Die in Abbildung 1 darge-

stellte Abfolge der Verarbeitungsschritte wurde in dieser Umgebung vollständig umge-

setzt und unverändert auf alle Datensätze angewandt. Dadurch ist das Analyse-Frame-

work von der Rohdatenebene bis zu den abgeleiteten Qualitätsparameter klar strukturiert 

und vollständig nachvollziehbar. 

Durch die Festlegung eines einheitlichen zufälligen Startwertes und die Verwendung do-

kumentierter Versionen der verwendeten Bibliotheken wird der Einfluss zufälliger Effekte 

und technischer Änderungen begrenzt. Dies erleichtert interne Plausibilitätsprüfungen 

und unterstützt Replikationsversuche in anderen Arbeitsgruppen. Die Nachvollziehbarkeit 

der Ergebnisse stützt sich damit nicht allein auf verbale Methodenbeschreibungen, son-

dern auf konkret ausführbaren Code und folgt den Prinzipien reproduzierbarer Forschung. 

Mit der ECTMetrics Toolbox steht eine Implementierung zur Verfügung, welche die Be-

rechnung der verwendeten Qualitätsparameter in standardisierter Form ermöglicht (Kay-

ser, 2025). Kliniken und Forschungseinrichtungen können eigene Datensätze mit densel-

ben Algorithmen auswerten und ihre Ergebnisse unmittelbar mit den hier berichteten Be-

funden vergleichen. Damit entsteht die Möglichkeit, über mehrere Zentren hinweg eine 

gemeinsame digitale Referenz für die Bewertung der Krampfqualität aufzubauen. Zu-

gleich macht die offene Implementierung die zugrunde liegenden Annahmen transparent 

und reduziert die Abhängigkeit von geräteinternen, nicht einsehbaren Berechnungsrouti-

nen. Das fördert eine wissenschaftlich reflektierte Einordnung und Weiterentwicklung der 

verwendeten Kennwerte durch die Fachgemeinschaft. 
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1.4.2.3 Stichprobentiefe und Auswertungsschnitt 

Die segmentbasierte Auswertung erhöht die Zahl der verfügbaren Beobachtungen deut-

lich und bildet die zeitliche Struktur des Krampfgeschehens differenziert ab. Innerhalb ei-

ner Behandlung fließen zahlreiche Segmente in die Analyse ein, die unterschiedliche Pha-

sen des iktalen und nicht-iktalen Verlaufs widerspiegeln. Aus methodischer Sicht entsteht 

dadurch ein großes nominales Stichprobenvolumen, das die Modelle wiederholt mit ähn-

lichen, aber nicht identischen Mustern konfrontiert und so ein stabileres Lernen der rele-

vanten Signalcharakteristika ermöglicht. 

Gleichzeitig stammen viele Segmente aus denselben Behandlungen und beziehen sich 

auf dieselben Patienten. Die Modelle sehen charakteristische Muster einzelner Behand-

lungen daher wiederholt. Für die Interpretation bedeutet dies, dass die nominale Seg-

mentzahl nicht mit einer entsprechend großen Zahl unabhängiger Fälle gleichgesetzt wer-

den darf. Die Auswertung erlaubt eine praxisnahe Einschätzung der Leistungsfähigkeit 

des Frameworks innerhalb des vorliegenden Versorgungsrahmens, lässt aber bewusst 

offen, wie sich die Leistung in deutlich abweichenden klinischen Konstellationen darstellt. 

Die gewählte Auswertung spiegelt die Versorgungsrealität der beteiligten Zentren wider 

und erlaubt eine praxisnahe Einschätzung der Leistungsfähigkeit der Pipeline in einem 

vergleichbaren Umfeld. Sie zeigt, dass sich unter typischen Bedingungen der Routinever-

sorgung charakteristische iktale Muster zuverlässig erkennen lassen. Aussagen zur Über-

tragbarkeit auf bislang nicht beobachtete Konstellationen etwa andere Geräte, stark ab-

weichende Stimulationsstrategien oder sehr spezielle Patientengruppen bleiben damit je-

doch begrenzt. Eine weiterführende Validierung mit strikt patientenbasierten Auswer-

tungsstrategien und mit externen Datensätzen ist notwendig, um die Generalisierbarkeit 

der Befunde über das hier untersuchte Setting hinaus zu sichern. 

 

1.4.2.4 Merkmalsraum 

Der in dieser Arbeit verwendete Merkmalsraum bildet verschiedene physiologisch und 

technisch relevante Aspekte des EKT induzierten Krampfgeschehens ab. Energie- und 

amplitudenbasierte Kennwerte, spektrale Merkmale und Maße der zeitlichen Struktur tra-

gen jeweils unterschiedliche Informationen bei. Einige Variablen beschreiben vor allem 
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Stärke und Ausprägung der Aktivität, andere die Verteilung über Frequenzbereiche oder 

den zeitlichen Verlauf. Erst ihre gemeinsame Betrachtung ermöglicht eine hinreichend 

differenzierte Charakterisierung von iktalen und nicht-iktalen Muster. 

Die Merkmalsauswahl orientiert sich daran, sowohl etablierte EEG-Parameter als auch 

aus der klinischen Praxis bekannte Einschätzungsdimensionen abzubilden. Damit wird 

die Brücke zwischen traditioneller visueller Beurteilung und automatisierter numerischer 

Auswertung geschlagen. Merkmale, die sich als redundant oder nur gering informativ er-

wiesen haben, wurden in der weiteren Auswertung zurückgestellt. Auf diese Weise ent-

stand ein kompakterer Merkmalsraum, der die wesentlichen Unterschiede zwischen ikta-

ler und nicht-iktaler Aktivität erfasst, ohne die Modelle mit unnötig vielen, stark korrelierten 

Variablen zu belasten. 

Die anschließende Verdichtung auf wenige, aus den verbleibenden Variablen abgeleitete 

Komponenten zielt auf ein Gleichgewicht zwischen Informationsgehalt und Modellkom-

plexität. Die Klassifikatoren operieren damit in einem Raum, der wichtige Strukturunter-

schiede bewahrt und gleichzeitig das Risiko von Überanpassung reduziert. Zugleich blei-

ben die zugrunde liegenden Kennwerte inhaltlich interpretierbar, da sie unmittelbar auf 

bekannte EEG-Merkmalsfamilien zurückgeführt werden können. Im Vergleich zu Ansät-

zen, die sich überwiegend auf einzelne Parameter wie Krampfdauer oder grobe Fre-

quenzanteile stützen, ermöglicht dieser Merkmalsraum eine systematischere und besser 

standardisierbare Beschreibung der Krampfqualität. 

 

1.4.2.5 Hyperparameteroptimierung 

Die Einstellung der Hyperparameter zielte darauf, eine möglichst ausgewogene Leis-

tungsfähigkeit bei ungleichen Klassenhäufigkeiten zu erreichen. Im Vordergrund stand die 

zuverlässige Unterscheidung von iktalen und nicht-iktalen Segmenten in beiden Richtun-

gen, also das Erkennen von Anfällen und das Vermeiden unnötiger Fehlalarme. Unter 

diesen Bedingungen ist eine Konfiguration erforderlich, die weder zu stark vereinfacht 

noch unnötig komplex ist. Zu einfache Modelle würden relevante Strukturunterschiede 

nicht ausreichend abbilden, während übermäßig flexible Modelle dazu tendieren, zufällige 

Muster im Rauschen der Daten zu lernen. 
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Auffällig ist, dass unterschiedliche Modellfamilien nach der Optimierung auf ein ähnliches 

Leistungsniveau gelangen. Dies spricht dafür, dass die entscheidenden Informationen zur 

Trennung iktaler und nicht-iktaler Aktivität bereits durch Signalaufbereitung und Merk-

malsrepräsentation erschlossen werden. Die konkrete Wahl des Klassifikationsverfahrens 

tritt damit hinter die Qualität der Vorverarbeitung und die Struktur des Merkmalsraums 

zurück. Für zukünftige Arbeiten deutet dies darauf hin, dass methodische Fortschritte we-

niger durch einen Wechsel der Modellarchitektur als durch eine Verfeinerung der Merk-

malsauswahl, der Referenzdefinitionen und der Einbindung zusätzlicher Datenquellen zu 

erwarten sind. 

Gleichzeitig zeigen die Ergebnisse der Hyperparameteroptimierung, dass sich die Mo-

delle in einem Bereich mittlerer Komplexität am stabilsten verhalten. Konfigurationen mit 

sehr hoher Flexibilität bringen keinen erkennbaren Gewinn, erhöhen aber das Risiko von 

Überanpassung und erschweren die Interpretierbarkeit. Die hier gefundene Balance un-

terstützt daher nicht nur eine robuste Leistung, sondern bleibt auch mit klinischen Anfor-

derungen vereinbar, in denen Nachvollziehbarkeit und technische Stabilität eine zentrale 

Rolle spielen. 

 

1.4.2.6 Leistungsbewertung der Modelle 

Die untersuchten Modelle liefern insgesamt eine stabile und klinisch gut nutzbare Tren-

nung zwischen iktaler und nicht-iktaler Aktivität auf Segmentebene. Unterschiede zwi-

schen den leistungsstärkeren Ansätzen zeigen sich vor allem in Details der Fehlervertei-

lung und im Umgang mit Grenzbereichen, nicht in grundlegend verschiedenen Leistungs-

niveaus. Ein einzelnes überragendes Verfahren lässt sich unter den hier betrachteten Be-

dingungen nicht erkennen. Vielmehr bestätigt sich, dass mehrere Modellklassen in der 

Lage sind, die im Merkmalsraum enthaltenen Informationen in vergleichbarer Weise aus-

zuschöpfen. 

Für die praktische Anwendung rückt damit die Qualität der gesamten Auswertungskette 

in den Vordergrund. Eine sorgfältige Aufbereitung der EEG-Signale, eine inhaltlich be-

gründete Auswahl und Verdichtung der Merkmale und eine konsistente Referenzdefinition 

sind mindestens so bedeutsam wie die konkrete Wahl des Klassifikators. Der Random 
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Forest bietet sich in diesem Rahmen als pragmatisches Referenzmodell an, da er eine 

günstige Verbindung aus Robustheit gegenüber Ausreißern, angemessener Komplexität 

und nachvollziehbarem Entscheidungsverhalten aufweist. Gleichzeitig bleibt zu berück-

sichtigen, dass auch gut bewertete Modelle in Randbereichen Fehlentscheidungen tref-

fen. Besonders von Artefakten stark beeinflusste Abschnitte, sehr kurze oder ungewöhn-

liche Krampfverläufe und seltene Konstellationen der Stimulations- und Patientencharak-

teristika erfordern weiterhin eine kritische fachärztliche Beurteilung und dürfen nicht aus-

schließlich automatisierten Entscheidungen überlassen werden. 

 

1.4.2.7 Qualitätsparameter 

Die aus dem automatisiert bestimmten Anfallsendpunkt abgeleiteten Qualitätsparameter 

stellen die direkte Verbindung zwischen der technischen Auswertung und der klinischen 

Beurteilung der EKT dar. Besonders Krampfdauer sowie energie- und amplitudenbasierte 

Indizes erweisen sich als tragfähige Kernparameter. Sie bilden die Ausprägung des ikta-

len Geschehens konsistent ab und zeigen eine hohe strukturelle Übereinstimmung mit 

den geräteinternen Berechnungen und den Bewertungen durch erfahrene Behandler. 

Diese Metriken eignen sich deshalb gut für eine standardisierte, digital gestützte Doku-

mentation der Krampfqualität und erlauben eine nachvollziehbare Beschreibung von Ver-

laufsänderungen innerhalb einer Serie sowie Vergleiche zwischen Behandlungen und Pa-

tienten. 

Gleichzeitig treten Begrenzungen einzelner traditionell verwendeter Kennwerte deutlich 

hervor. Der PSI ist in besonderem Maß von der gewählten Definition des Anfallsendes, 

von der verwendeten Skala und von subjektiven Einschätzungen abhängig. Diskrete Be-

wertungsstufen und Unterschiede in der visuellen Interpretation führen zu Abweichungen 

zwischen automatischer Berechnung, geräteinternen Angaben und Expertenurteilen. Der 

Index spiegelt damit nicht nur die physiologische Erholung nach dem iktalen Ereignis wi-

der, sondern auch Beobachter- und Definitionsvariabilität. Dies schränkt seine Eignung 

als alleiniger Referenzparameter für eine geräteübergreifende Standardisierung ein. 
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Die in den Ergebnissen beschriebenen systematischen Niveauunterschiede zwischen 

Framework, Stimulationsgerät und Expertenbewertung bei energie- und amplitudenba-

sierten Kennwerten spiegeln vor allem definitorische und algorithmische Besonderheiten 

wider (z.B. Wahl des Anfallsendpunkts und der Auswertefenster). Trotz dieser Verschie-

bungen bleibt die Rangordnung der Fälle über die Methoden hinweg weitgehend stabil, 

was die Eignung dieser Indizes als robuste Kernparameter einer digitalen Krampfquali-

tätsbewertung stützt. 

Kohärenzbasierte Kennwerte reagieren zusätzlich empfindlich auf Elektrodenmontage, 

Filtereinstellungen, Störquellen und auf Details der Signalaufbereitung. Schon moderate 

Unterschiede in diesen Rahmenbedingungen können zu relevanten Abweichungen in den 

resultierenden Werten führen, obwohl das zugrunde liegende iktale Geschehen klinisch 

vergleichbar ist. Damit besteht die Gefahr, dass Variation im technischen Setup stärker 

abgebildet wird als tatsächliche Unterschiede in der Krampfqualität. Solche Metriken eig-

nen sich deshalb vor allem für streng standardisierte Protokolle und für Fragestellungen, 

in denen gerade diese Sensitivität gezielt genutzt werden soll, etwa in experimentellen 

Studien mit eng geführten Bedingungen. 

In der Gesamtschau zeigt sich, dass nicht alle verfügbaren Qualitätsparameter in gleicher 

Weise für eine breite, geräteunabhängige Standardisierung geeignet sind. Krampfdauer 

und energie- beziehungsweise amplitudenbasierte Indizes erscheinen als stabiles Funda-

ment einer routinetauglichen digitalen Krampfqualitätsbewertung. Sie verbinden eine 

hohe Robustheit gegenüber technischen und beobachterbezogenen Einflüssen mit einer 

unmittelbaren klinischen Deutbarkeit. Der postiktale Suppressionsindex und kohärenzba-

sierte Maße behalten ihren Wert als ergänzende Informationsquellen. Sie sollten jedoch 

vor allem unter klar definierten Rahmenbedingungen und im Bewusstsein ihrer Grenzen 

eingesetzt werden. Eine bewusste Auswahl und Kombination der Metriken ist damit zent-

ral, um eine Beurteilung der Krampfqualität zu erreichen, die sowohl klinisch aussagekräf-

tig als auch methodisch verlässlich ist und die Besonderheiten iktaler und nicht-iktaler 

Aktivität angemessen berücksichtigt. 
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1.4.3 Limitationen 

Die Aussagekraft der vorliegenden Befunde wird durch mehrere methodischen und inhalt-

lichen Einschränkungen begrenzt. Diese betreffen die Zusammensetzung der untersuch-

ten Kohorte, das technische und organisatorische Setting der EKT, die gewählte Auswer-

tungsstrategie und die verwendeten Referenzdefinitionen. Eine differenzierte Betrachtung 

dieser Punkte ist notwendig, um Reichweite und Grenzen der Ergebnisse realistisch ein-

zuschätzen und Ansatzpunkte für zukünftige Arbeiten zu identifizieren. 

 

1.4.3.1 Datengrundlage und Kohorten-Struktur 

Die Datengrundlage beschränkt sich auf zwei universitäre Zentren mit vergleichbarer Ver-

sorgungsstruktur. Dies stärkt die interne Konsistenz der Befunde, begrenzt jedoch die 

Generalisierbarkeit auf Kliniken mit abweichenden Rahmenbedingungen. Einrichtungen 

mit anderen Patientenkollektiven, Versorgungsaufträgen oder stark spezialisierten Indika-

tionsspektren sind in der vorliegenden Arbeit nicht abgebildet. Hinzu kommt, dass sehr 

junge und sehr alte Patienten sowie seltene Indikationen nur in kleiner Zahl vorkommen. 

Für diese Gruppen kann aus den vorliegenden Ergebnissen deshalb nur eingeschränkt 

auf die Leistungsfähigkeit des Frameworks und die Aussagekraft der Qualitätsparameter 

geschlossen werden. 

 

1.4.3.2 Setting und Gerätetechnik 

Die vorliegenden Befunde sind an ein spezifisches technisches und organisatorisches 

Setting gebunden. Beide Zentren nutzen dasselbe Stimulationsgerät mit zweikanaliger 

EEG-Ableitung und arbeiten mit standardisierten Routinen der Narkoseführung und Sti-

mulationsplanung. Dies schafft vergleichbare Rahmenbedingungen und erleichtert die Zu-

sammenführung der Daten, beschränkt die Ergebnisse jedoch auf Konstellationen, in de-

nen ein ähnliches Zusammenspiel von Gerät, Ableitungsmontage und klinischem Ablauf 

vorliegt. 

Die zweikanalige Ableitung bildet vor allem frontotemporale Regionen ab und orientiert 

sich an in der klinischen Praxis etablierten Montagen. Eine feinere räumliche Auflösung 
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kortikaler Prozesse, wie sie mit hochauflösenden multikanaligen EEG-Systemen möglich 

wäre, steht damit nicht zur Verfügung. Die hier gewonnenen Modelle und Krampfquali-

tätsmetriken basieren folglich auf einem begrenzten räumlichen Blick auf das iktale Ge-

schehen. In Settings mit deutlich abweichender Elektrodenkonfiguration oder mit anderen 

Referenztechniken ist nicht gesichert, dass sich dieselben Muster und Trennkriterien in 

gleicher Weise wiederfinden. 

Hinzu kommt, dass viele Schritte der Signalaufbereitung an die Eigenschaften des ver-

wendeten Stimulationssystems angepasst sind. Filtereinstellungen, Artefaktunterdrü-

ckung und die Art der Triggerung orientieren sich an den Möglichkeiten und Konventionen 

dieses Gerätes. In anderen Systemen können bereits kleine Unterschiede in der techni-

schen Implementierung dazu führen, dass Zeitverläufe, Amplituden und spektrale Anteile 

modifiziert erscheinen, obwohl das zugrunde liegende iktale Geschehen vergleichbar ist. 

Die Übertragung der Ergebnisse auf andere Geräte erfordert deshalb eine sorgfältige Prü-

fung und gegebenenfalls eine Anpassung der Vorverarbeitung. 

Auch organisatorische Aspekte des Settings wirken als begrenzende Faktoren. Die betei-

ligten Zentren verfügen über hohe Fallzahlen, spezialisierte Teams und eine etablierte 

Dokumentationsinfrastruktur. In kleineren Einrichtungen mit geringerer EKT-Frequenz, 

weniger standardisierten Abläufen oder eingeschränkten Ressourcen für digitale Doku-

mentation können sich andere Fehlerprofile und Datenqualitäten ergeben. Das hier ent-

wickelte Framework setzt eine bestimmte Mindestqualität der EEG-Aufzeichnung und Me-

tadaten voraus. Wo diese Anforderungen nicht erfüllt werden, ist mit eingeschränkter An-

wendbarkeit oder mit systematischen Verzerrungen zu rechnen. 

 

1.4.3.3 Analyseverfahren und Auswertung 

Die gewählte Auswertungsstrategie beruht auf einer segmentbasierten Betrachtung der 

EEG-Signale und auf einer Aufteilung in Trainings- und Testdaten innerhalb des vorhan-

denen Gesamtdatensatzes. Dies erlaubt eine differenzierte Analyse des zeitlichen Ver-

laufs der iktalen und nicht-iktalen Aktivität und schafft eine praktikable Struktur für das 

Training und die Überprüfung der Modelle. Gleichzeitig führt dieser Ansatz zu mehreren 
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Einschränkungen, die bei der Interpretation der Ergebnisse berücksichtigt werden müs-

sen. 

Die segmentbasierte Auswertung geht mit einer eingeschränkten statistischen Unabhän-

gigkeit der Beobachtungen einher. Segmente derselben Behandlung teilen klinische und 

technische Rahmenbedingungen, sodass die effektive Zahl unabhängiger Einheiten nä-

her an der Patienten- und Sitzungszahl liegt als an der Gesamtheit der Segmente. Damit 

besteht grundsätzlich das Risiko, dass Modelle Teile der individuellen Muster einzelner 

Patienten mitlernen und ihre Leistung in der internen Auswertung überschätzt wird. Eine 

strikt patientenbasierte Trennung von Trainings- und Testdaten würde dieses Risiko ver-

ringern, konnte im Rahmen der vorliegenden Arbeit aber nur begrenzt umgesetzt werden 

und sollte in zukünftigen Studien gezielt geprüft werden. 

Für die abschließende Evaluierung der Modellleistung wurde ein klassischer Holdout-An-

satz mit einer festen Aufteilung in Trainings- und Testdaten verwendet. Obwohl die Hy-

perparameteroptimierung zuvor bereits mittels fünffacher Kreuzvalidierung erfolgte, be-

grenzt diese Form der Endauswertung die Aussagen zur Stabilität der Ergebnisse gegen-

über alternativen Aufteilungen der Daten. Wiederholte Auswertungen mit unterschiedli-

chen Aufteilungen oder mit verschachtelten Validierungsstrategien könnten zeigen, wie 

robust die beobachtete Modellleistung gegenüber zufälligen Schwankungen im Datenzu-

schnitt ist. In der vorliegenden Arbeit war eine solche systematische Variation aufgrund 

der Komplexität der Implementierung und des Rechenaufwands nur in begrenztem Um-

fang möglich. Es bleibt daher eine Unsicherheit darüber, wie stark die berichtete Leistung 

von der konkreten Wahl der Aufteilung abhängt. 

Schließlich beeinflusst die Definition der Auswertungsebene, auf der die Leistung bewer-

tet wird, die Interpretation der Ergebnisse. Die hier verwendete segmentbasierte Bewer-

tung bildet vor allem die Fähigkeit ab, kurze Ausschnitte als iktal oder nicht-iktal zu klas-

sifizieren. Klinische Entscheidungen orientieren sich jedoch häufig an Informationen auf 

Sitzungs- oder Serienebene. Die Übertragung der segmentbasierten Gütemaße auf diese 

Ebenen ist nicht trivial und hängt von weiteren Annahmen ab, etwa zu Aggregationsregeln 

und zur Gewichtung einzelner Segmente. Diese Fragen konnten im Rahmen der vorlie-

genden Arbeit nur begrenzt adressiert werden und stellen einen wichtigen Ansatzpunkt 

für zukünftige Untersuchungen dar.  
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1.4.3.4 Referenz- und Definitionsabhängigkeit 

Die Modelle und Qualitätsparameter dieser Arbeit stützen sich auf Referenzen, die ihrer-

seits nicht frei von Unsicherheiten sind. Als Bezugspunkte dienen die geräteinternen Be-

rechnungen des Stimulationssystems und die visuellen Bewertungen erfahrener Behand-

ler. Beide Quellen repräsentieren den aktuellen klinischen Standard, bilden jedoch weder 

eine absolut fehlerfreie noch eine vollständig einheitliche Grundlage. Unterschiede in der 

Auslegung von Kriterien, in der Gewichtung einzelner Signalaspekte und in der Aufmerk-

samkeit für Störquellen können zu systematischen Abweichungen führen, ohne dass sich 

eindeutig sagen lässt, welche Einschätzung im Einzelfall den „wahren“ Verlauf vollständig 

trifft. 

Besonders sichtbar wird diese Problematik beim postiktalen Suppressionsindex und bei 

weiteren Kennwerten, die sich stark an visuellen Eindrücken orientieren. Die Festlegung 

des Anfallsendes, die Einteilung in Stufen und die Bewertung von Übergangsphasen zwi-

schen iktaler und nicht-iktaler Aktivität beruhen auf Konventionen und Erfahrung, nicht auf 

eindeutig scharf gefassten naturwissenschaftlichen Grenzen. Das Stimulationsgerät setzt 

diese Kriterien in algorithmische Regeln um, während Experten ihre Bewertungen situativ 

und mit Blick auf den Gesamtverlauf treffen. Die automatisierte Auswertung orientiert sich 

an diesen Referenzen und übernimmt damit deren Stärken und Schwächen. 

Auch bei scheinbar objektiveren Parametern wie Krampfdauer und energiebezogenen In-

dizes bleibt die Definitionsfrage relevant. Bereits kleine Verschiebungen der Grenze zwi-

schen iktaler und postiktaler Aktivität können die resultierenden Werte verändern, obwohl 

sich der klinische Gesamteindruck kaum unterscheidet. Die hier verwendete segmentba-

sierte Klassifikation erzeugt eine konsistente und reproduzierbare Festlegung des An-

fallsendes, ist jedoch an die zugrunde liegenden Trainingsdaten und Entscheidungsregeln 

gebunden. Ein anderer Algorithmus oder eine alternative Definition des Endpunkts könnte 

bei gleichen Rohdaten zu etwas abweichenden Werten führen. 

Diese Referenz- und Definitionsabhängigkeit begrenzt die Übertragbarkeit der absoluten 

Werte auf andere Systeme und Bewertungsansätze. Die Stärke der vorliegenden Arbeit 

liegt vor allem in der internen Konsistenz innerhalb des gewählten Referenzrahmens. Die 
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Modelle bilden die in diesem Rahmen etablierten Konzepte von Krampfqualität nachvoll-

ziehbar und reproduzierbar ab. Für eine geräte- und zentrumsübergreifende Harmonisie-

rung ist es jedoch erforderlich, die zugrunde liegenden Definitionen weiter zu schärfen 

und idealerweise in multizentrischen prospektiven Vergleichsstudien zu überprüfen. 

 

1.4.4 Beantwortung der Fragestellungen 

Die erste Fragestellung zielte auf die Zuverlässigkeit einer maschinellen Bestimmung des 

Anfallsendpunkts im Vergleich zu den etablierten klinischen Referenzen. Auf Grundlage 

der vorliegenden Auswertungen lässt sich diese Frage bejahen. Das entwickelte Frame-

work liefert einen Endpunkt, der sich inhaltlich schlüssig in den bestehenden Beurteilungs-

rahmen einfügt und klinisch nachvollziehbare Unterschiede zwischen Behandlungen 

sichtbar macht. Abweichungen zwischen automatisierter Bestimmung, geräteinternen An-

gaben und visueller Bewertung treten vor allem in Übergangsbereichen und bei Definiti-

onsspielräumen auf und verweisen eher auf konzeptionelle Unterschiede als auf techni-

sche Unzuverlässigkeit. Insgesamt kann die datengetriebene Endpunktbestimmung als 

potenzielle Ergänzung der bisherigen klinischen Praxis angesehen werden. 

Die zweite Fragestellung untersuchte, ob etablierte Krampfqualitätsmaße auf Grundlage 

der automatisierten EEG-Auswertung in einer für die klinische Anwendung ausreichend 

zuverlässigen Qualität abgeleitet werden können. Für Krampfdauer und energie- bezie-

hungsweise amplitudenbasierte Indizes fällt die Bilanz eindeutig positiv aus. Diese Kenn-

werte lassen sich mit dem vorgestellten Framework so berechnen, dass sie an vertraute 

Bewertungsmuster anschließen und eine differenzierte Verlaufsbeschreibung ermögli-

chen. Kritischer ist die Situation bei Parametern, die in hohem Maß von Definitionskon-

ventionen und subjektiven Einschätzungen abhängen, insbesondere beim postiktalen 

Suppressionsindex und bei kohärenzbasierten Größen. Hier werden Unterschiede zwi-

schen Auswertewegen stärker sichtbar, ohne dass sich eine eindeutige Referenz festle-

gen lässt. Insgesamt zeigt sich jedoch, dass der Kern der in der Praxis genutzten Quali-

tätsparameter mit den vorgestellten Verfahren zuverlässig abgebildet werden kann. 
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Die dritte Fragestellung richtete sich auf das methodische Potenzial des Frameworks über 

die reine Anfallsdetektion hinaus. Die modulare Struktur, die standardisierte Endpunktde-

finition und die Möglichkeit, zusätzliche Merkmalsfamilien und Datenquellen einzubinden, 

eröffnen hier vielfältige Erweiterungsoptionen. Die vorliegenden Ergebnisse legen nahe, 

dass das Framework nicht nur für die retrospektive Auswertung einzelner Serien geeignet 

ist, sondern auch als Rahmen für multizentrische Vergleiche und für die systematische 

Verknüpfung von Krampfqualitätsprofilen mit klinischen Verläufen dienen kann. Im Sinne 

dieser dritten Fragestellung liefern die Ergebnisse einen methodischen Proof-of-Concept: 

Das Framework ermöglicht nicht nur die Rekonstruktion etablierter Krampfqualitätspara-

meter, sondern schafft mit der offenen Implementierung in Form der Python-Toolbox ECT-

Metrics eine erweiterbare Grundlage für zukünftige prädiktive Modelle, beispielsweise 

zur Vorhersage von Therapieansprechen oder kognitiven Nebenwirkungen (Kayser, 

2025). Damit wird deutlich, dass die Arbeit über eine reine Machbarkeitsstudie hinausgeht 

und einen tragfähigen Ausgangspunkt für weiterführende Forschungs- und Entwicklungs-

arbeiten im Bereich digital gestützter EKT bietet. 

 

1.4.5 Klinische Implikationen 

Die vorliegenden Ergebnisse zeigen, dass sich die Krampfqualität im Rahmen der EKT 

mithilfe eines standardisierten digitalen Frameworks systematisch, transparent und repro-

duzierbar erfassen lässt. Damit wird die bisher überwiegend geräte- und erfahrungsab-

hängige Beurteilung des iktalen Geschehens um eine strukturierte, algorithmisch ge-

stützte Ebene ergänzt. Die automatisierte Bestimmung des Anfallsendpunkts und die da-

rauf aufbauende Berechnung von Krampfdauer sowie energie- und amplitudenbasierten 

Indizes schafft eine nachvollziehbare Datengrundlage, auf der Behandlerinnen und Be-

handler intraindividuelle Verläufe innerhalb einer Serie verfolgen, Stimulationsparameter 

gezielt anpassen und ihre Entscheidungen gegenüber Patienten und Konsiliardiensten 

begründen können. 

Ein wesentlicher Vorteil des Frameworks besteht darin, dass es bewusst an bereits etab-

lierte klinische Heuristiken anschließt. Krampfdauer und amplitudenbezogene Qualitäts-

parameter gehören seit langem zu den zentralen Orientierungspunkten für die Steuerung 
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der Behandlung. Ihre standardisierte, automatisierte Berechnung reduziert die Anfälligkeit 

für manuelle Ablesefehler, unterschiedliche Anzeigeformate und situative Einschätzun-

gen, ohne den vertrauten Referenzrahmen der Behandelnden zu verlassen. Die digital 

berechneten Metriken bilden zentrale Dimensionen des Krampfgeschehens ab und ma-

chen diese sowohl über Serien hinweg als auch zwischen unterschiedlichen Behandlern 

und Zentren vergleichbar und auditierbar. Das Framework zielt damit nicht auf eine Sub-

stitution klinischer Erfahrung, sondern auf deren Kalibrierung an konsistente Messgrößen.  

Die Befunde mahnen zugleich zu einer differenzierten Nutzung einzelner Kennwerte. Am 

Beispiel des PSI wird deutlich, dass die Aussagekraft eines Parameters empfindlich von 

Definition des Anfallsendes, verwendeter Skala und visueller Einschätzung abhängt. Der 

PSI eignet sich daher nur begrenzt als alleiniger Steuerungsparameter und sollte in der 

Praxis im Verbund mit robusteren Metriken, wie Krampfdauer und stabilen amplitudenba-

sierten Indizes, interpretiert werden. Entsprechendes gilt für kohärenzbasierte Maße, die 

stark von Elektrodenmontage, Filtereinstellungen, Störquellen und Details der Signalauf-

bereitung beeinflusst werden. Für geräte- oder zentrumsübergreifende Vergleiche er-

scheint es daher unerlässlich, diese Parameter nur innerhalb klar definierter technischer 

Rahmenbedingungen und in Kombination mit weiteren Kennwerten heranzuziehen.  

Auf übergeordneter Ebene eröffnet das Framework die Perspektive, Qualitätsstandards 

in der EKT stärker datenbasiert zu definieren. Eine einheitliche, digital gestützte Beschrei-

bung der Krampfqualität erleichtert interne Qualitätszirkel, die Abstimmung zwischen Be-

handlern und die Zusammenarbeit zwischen Zentren. Sie schafft zugleich die Vorausset-

zung für strukturierte Verlaufsdokumentationen beim Einsatz neuer Stimulationsparadig-

men. Auf dieser Basis werden prospektive Register, ergebnisorientierte Auswertungen 

und klinische Studien zu Dosis-Wirkungs-Beziehungen, Response-Verläufen und Neben-

wirkungen besser planbar. Die vorliegende Arbeit legt damit einen Baustein für eine EKT-

Praxis, in der Qualitätsparameter nicht nur retrospektiv dokumentiert, sondern aktiv zur 

Steuerung und Evaluation der Behandlung genutzt werden.  

Trotz dieser Möglichkeiten bleibt das klinische Urteil zentraler Bezugspunkt der Entschei-

dungsfindung. Ein zukünftiger Einsatz des Frameworks ist vor allem als klinisches Ent-

scheidungsunterstützungssystem (engl. Clinical Decision Support System) denkbar: Digi-
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tale Kennwerte machen Auffälligkeiten sichtbar, strukturieren Verläufe und können Vor-

schläge für Parameteranpassungen oder weiterführende Abklärungen vorbereiten, erset-

zen aber weder die ganzheitliche Beurteilung des psychischen und somatischen Zustands 

noch die individuelle Abwägung von Nutzen und Risiken. Ein sinnvoller Anwendungsmo-

dus besteht darin, die automatisiert gewonnenen Metriken als zusätzliche, standardisierte 

Informationsquelle in bestehende Entscheidungsprozesse zu integrieren. Etwa bei der 

Anpassung der Stimulationsenergie, bei der Bewertung grenzwertiger Anfälle, bei der Pla-

nung von Therapiepausen oder in multiprofessionellen Fallbesprechungen. In dieser Rolle 

können digitale Qualitätsparameter und ärztliche Erfahrung sich wechselseitig verstärken, 

ohne in Konkurrenz zueinander zu treten. 

 

1.4.6 Ausblick 

Die vorliegenden Ergebnisse eröffnen mehrere Perspektiven für weiterführende For-

schung und methodische Entwicklung. Ein erster zentraler Schritt besteht in einer pros-

pektiven multizentrischen Validierung des Frameworks. Dabei sollten unterschiedliche 

Gerätetypen, Ableitungsmontagen und Versorgungsumgebungen einbezogen werden, 

um zu prüfen, in welchem Ausmaß sich Modelle und Qualitätsparameter auf andere tech-

nische und organisatorische Rahmenbedingungen übertragen lassen. Wichtig ist eine 

strikt patientenbasierte Aufteilung der Daten sowie eine unabhängige Erhebung von Ver-

gleichsmaßen durch geschulte Beurteiler. Auf dieser Grundlage kann die Generalisierbar-

keit der Endpunktbestimmung ebenso wie die Stabilität der zentralen Qualitätsparameter 

im größeren Maßstab bewertet werden.  

Ein weiterer Entwicklungsschwerpunkt liegt in der Erweiterung des Eingangsdatensatzes. 

Die hier verwendete zweikanalige EEG-Ableitung bildet nur einen Ausschnitt der kortika-

len Aktivität während der EKT ab. Multikanalige EEG-Systeme ermöglichen eine differen-

ziertere räumliche Betrachtung des iktalen Geschehens und eröffnen Merkmalsfamilien, 

etwa zur intrazerebralen Ausbreitung oder zu regional unterschiedlichen Erholungsmus-

tern. Die Integration solcher Daten in das bestehende Framework erlaubt die Prüfung, ob 

komplexere räumliche Muster zusätzliche Aussagekraft für die Bewertung der Krampf-

qualität oder für die Vorhersage klinischer Verläufe bieten. Ergänzend können weitere 
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Biosignale wie Elektrokardiogramm, Blutdruck, Sauerstoffsättigung oder motorische Akti-

vität einbezogen werden, um multimodale Modelle der Therapieantwort zu entwickeln, die 

neurophysiologische und somatische Informationen gemeinsam abbilden.  

Eine dritte Perspektive betrifft die Verknüpfung der Krampfqualitätsmetriken mit patien-

tenbezogenen Outcomes. Bisher steht vor allem die Übereinstimmung mit geräteinternen 

und visuellen Referenzen im Vordergrund. Zukünftige Arbeiten sollten systematisch un-

tersuchen, in welchem Ausmaß einzelne oder kombinierte Kennwerte der iktalen und pos-

tiktalen Aktivität mit klinischem Ansprechen, kognitiven Nebenwirkungen und langfristigen 

Verläufen assoziiert sind. Prospektive Studien mit standardisierten Outcome Erhebungen 

können dazu beitragen, Schwellenwerte und Zielbereiche für die Krampfqualität zu defi-

nieren und zu prüfen, ob sich bestimmte Muster als prädiktive Marker für Remission oder 

für ein erhöhtes Risiko kognitiver Beeinträchtigungen eignen. Auf dieser Basis lassen sich 

adaptivere Stimulationsstrategien und prädiktive Entscheidungsmodelle entwickeln, die 

über die reine Beschreibung des Krampfgeschehens hinausgehen und EKT an objekti-

vierten Zielgrößen ausrichten.  

Schließlich bietet die modulare Struktur des Frameworks Raum für methodische Weiter-

entwicklungen. Neue Merkmalsdefinitionen, alternative Endpunktkonzepte und weiterent-

wickelte Klassifikationsverfahren können in kontrollierter Weise in die bestehende Archi-

tektur integriert und mit den etablierten Ansätzen verglichen werden. Denkbar ist auch 

eine sukzessive Verschiebung von rein retrospektiven Analysen hin zu Anwendungen in 

Echtzeit, bei denen ausgewählte Kennwerte bereits im Behandlungsraum zur Verfügung 

stehen und unmittelbar in die klinische Entscheidungsfindung einfließen. Voraussetzung 

hierfür sind robuste Implementierungen, klar definierte Anforderungen an Datenqualität 

und eine enge Einbindung in bestehende klinische Arbeitsabläufe. Die vorliegende Arbeit 

liefert die konzeptionelle und technische Grundlage, auf der solche Schritte geplant und 

in Kooperation mit unterschiedlichen Zentren umgesetzt werden können. Damit wird ein 

Weg zu einer EKT-Praxis skizziert, in der Qualitätsmetriken und klinisches Urteil syste-

matisch miteinander verbunden werden. 
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1.4.7 Schlussfolgerung 

Die vorliegende Arbeit belegt, dass eine standardisierte digitale Auswertung zweikanali-

ger EKT EEG Daten eine zuverlässige Bestimmung des Anfallsendpunkts und eine kli-

nisch anschlussfähige Berechnung zentraler Qualitätsparameter ermöglicht. Damit wird 

die bisher vorwiegend geräte- und beobachterabhängige Beurteilung des Krampfgesche-

hens um einen reproduzierbaren, datengetragenen Rahmen ergänzt, der als Grundlage 

für multizentrische Validierungsstudien, outcomeorientierte Forschung und eine schritt-

weise Integration eines klinischen Entscheidungsunterstützungssystems (engl. Clinical 

Decision Support System) in die Versorgungspraxis dienen kann. 

 

1.5 Zusammenfassung 

Diese Arbeit markiert einen Schritt von der überwiegend manuellen und ratersensitiven 

Anfallsbewertung hin zu einer standardisierten und datengetragenen Beurteilung der 

Krampfqualität im Rahmen der Elektrokonvulsionstherapie. Ziel war es zu prüfen, ob EKT 

induzierte Krampfanfälle auf Grundlage zweikanaliger EEG-Aufzeichnungen mit Metho-

den des maschinellen Lernens zuverlässig erkannt und etablierte Qualitätsparameter au-

tomatisiert berechnet werden können. 

Ausgehend von 1.634 EKT-Behandlungen an 116 Patienten in zwei universitären Zentren 

wurde eine standardisierte Analysepipeline aufgebaut. Die aufgezeichneten EEG-Signale 

wurden segmentiert, mit einem überwachten Lernverfahren als „iktal“ oder „nicht-iktal“ 

klassifiziert und zur Bestimmung eines einheitlich definierten Anfallsendpunkts genutzt. 

Auf dieser Grundlage wurden Krampfdauer, postiktaler Suppressionsindex sowie energie- 

und amplitudenbasierte Kennwerte und kohärenzbasierte Maße berechnet und mit den 

Referenzangaben des Stimulationsgeräts und visuellen Expertenbewertungen vergli-

chen. 

Die Ergebnisse zeigen, dass die segmentbasierte Klassifikation eine stabile Trennung ik-

taler und nicht-iktaler Aktivität ermöglicht und einen konsistenten Endpunkt des Anfalls-

verlaufs liefert. Krampfdauer sowie energie- und amplitudenbezogene Indizes können 

durch das Framework in einer Qualität bestimmt werden, die eng an bestehende klinische 
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Bewertungsgewohnheiten anschließt. Einzelne Kennwerte wie der postiktale Suppressi-

onsindex und kohärenzbasierte Maße erweisen sich dagegen als stärker abhängig von 

Definitionskonventionen und technischen Rahmenbedingungen und sind daher vorsichti-

ger zu interpretieren. 

Damit beantwortet die Arbeit die in der Einleitung formulierten Fragestellungen. Sie zeigt, 

dass eine digital gestützte Anfallserkennung und Krampfqualitätsbewertung in der Elekt-

rokonvulsionstherapie grundsätzlich zuverlässig umsetzbar ist und dass zentrale Quali-

tätsparameter automatisiert und reproduzierbar berechnet werden können. Die modulare 

Struktur des Frameworks bietet zudem einen Rahmen, in dem weitere Merkmalsfamilien 

und Datenquellen integriert sowie Zusammenhänge zwischen Krampfqualitätsprofilen 

und klinischen Outcomes systematisch untersucht werden können. 

Insgesamt legt die Dissertation eine konzeptionelle und technische Grundlage für eine 

standardisierte digitale Bewertung der Krampfqualität in der Elektrokonvulsionstherapie. 

Auf dieser Basis sind prospektive multizentrische Validierungsstudien, multimodale Er-

weiterungen der Datengrundlage und die Entwicklung prädiktiver Entscheidungsinstru-

mente mögliche nächste Schritte, um die EKT als wichtiges Therapiemodul bei schwer 

behandelbaren psychischen Erkrankungen weiter zu optimieren. 
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lipsen durchgeführt und im Rahmen des SCIMED-Promotionsstipendiums der Universität 

Bonn durch ein begleitendes Mentoring unterstützt. Die Dissertation basiert auf einer Pub-

likation, bei der ich als alleiniger Erstautor geführt wurde und den ersten Entwurf des Ma-

nuskripts eigenständig verfasst habe. 

Die Planung der wissenschaftlichen Arbeit umfasste die Konzeption der Studie, die Defi-

nition der Forschungsziele sowie die Auswahl und Festlegung der Machine-Learning-Al-

gorithmen und der statistischen Auswertungsverfahren. Diese konzeptionelle Ausarbei-

tung und die Entwicklung des methodischen Ansatzes einschließlich der Hypothesen er-

folgten federführend durch mich in enger wissenschaftlicher Zusammenarbeit mit Dr. Ma-

ximilian Kiebs und unter der übergeordneten Betreuung von Univ.-Prof. Dr. med. Ale-

xandra Philipsen. In die Verfeinerung des Studienkonzepts und die strategische Ausrich-

tung der Forschungsfragen war zudem maßgeblich PD Dr. Nils Freundlieb eingebunden.  

Die Datenerhebung beruhte auf klinischen Routinedaten und EEG-Biosignalen aus der 

Elektrokonvulsionstherapie, die an zwei Behandlungszentren erhoben wurden. Die Kon-

zeption und übergeordnete Koordination der Datenakquise lagen bei Dr. Maximilian 

Kiebs. Ich war verantwortlich für die Planung und Durchführung der für die Studie erfor-

derlichen klinischen Messungen, die technische Integration der Daten in die Analyseum-

gebung sowie die Sicherstellung und Validierung der Datenqualität in enger Zusammen-

arbeit mit den klinischen Partnern. Bei der praktischen Datenerhebung und Dokumenta-

tion wurde ich durch wissenschaftliches und klinisches Personal unterstützt. 

Die Auswertung der Daten, insbesondere die Implementierung, Optimierung und Validie-

rung der Machine-Learning-Modelle sowie die Durchführung sämtlicher statistischer Ana-

lysen, erfolgte überwiegend eigenständig durch mich in enger fachlicher Abstimmung mit 

Dr. Maximilian Kiebs. Dies schließt die Vorbereitung der Datensätze, die Merkmalsextrak-

tion aus den EEG-Signalen, die Modelltrainings- und Validierungsschritte sowie die Be-

rechnung und den Vergleich der Krampfqualitätsparameter ein. Die Erstellung der in der 
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Publikation und in dieser Dissertation dargestellten Tabellen und Abbildungen zur Veran-

schaulichung der Ergebnisse wurde ebenfalls von mir vorgenommen.  

Im Rahmen der zugrunde liegenden Originalpublikation lagen die Interpretation der Er-

gebnisse im Kontext des aktuellen Forschungsstandes sowie die Ableitung der klinischen 

Relevanz und der sich hieraus ergebenden Perspektiven für zukünftige Forschungsvor-

haben in meiner Hauptverantwortung. Meine Promotionsbetreuerin und Koautorin, Univ.-

Prof. Dr. med. Alexandra Philipsen, sowie die weiteren Koautoren Dr. Maximilian Kiebs 

und PD Dr. Nils Freundlieb haben durch kritisches Feedback, die Diskussion der Ergeb-

nisse und inhaltliche Anmerkungen zur Präzisierung der Argumentation beigetragen. Dar-

über hinaus gingen Rückmeldungen externer Gutachterinnen und Gutachter im Rahmen 

des Peer-Review-Prozesses sowie Kommentare von Fachkolleginnen und Fachkollegen 

auf wissenschaftlichen Tagungen in die Überarbeitung des Manuskripts ein.  

Im Zuge der Arbeit habe ich außerdem eigenständig eine Python-basierte Toolbox zur 

Berechnung von Qualitätsparametern entwickelt und als Open-Source-Repository für wei-

tere Forschungszwecke bereitgestellt.  

Ich versichere, die Dissertationsschrift selbständig verfasst zu haben und keine weiteren 

als die von mir angegebenen Quellen und Hilfsmittel verwendet zu haben. 
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